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^摘　 要:
 

电子计算机断层(CT)扫描是目前辅助诊断肾脏肿瘤的影像学检查方法,所以识别出肾脏、肿瘤对于肾肿瘤患者的

确诊至关重要。 由于不同患者的肾脏、肿瘤的尺寸和所在位置各不相同,并且肿瘤与周围组织具有相似的纹理特征,因此通

过 CT 扫描自动分割肿瘤是一项具有挑战性的任务。 研究提出了一个新颖的基于自适应图卷积的分割模型,可以有效学习全

局和局部图像区域节点间的空间关系。 根据动态学习的特征为节点生成自适应卷积核,从而自适应地学习图像区域节点的

特征。 对比实验结果表明,本文提出的模型与几个先进的分割方法相比在 Dice、IoU 和 HD 距离方面均有所提升。
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Abstract:
 

Computed
 

Tomography
 

(CT)
 

scanning
 

is
 

currently
 

an
 

imaging
 

examination
 

method
 

used
 

to
 

assist
 

in
 

the
 

diagnosis
 

of
 

kidney
 

tumors.
 

Therefore,
 

identifying
 

the
 

kidney
 

and
 

tumor
 

is
 

crucial
 

for
 

the
 

diagnosis
 

of
 

the
 

patients
 

with
 

kidney
 

tumors.
 

Due
 

to
 

the
 

different
 

sizes
 

and
 

locations
 

of
 

kidneys
 

and
 

tumors
 

from
 

the
 

different
 

patients,
 

as
 

well
 

as
 

the
 

similar
 

texture
 

characteristics
 

between
 

the
 

tumors
 

and
 

their
 

surrounding
 

tissues,
 

automatically
 

segmenting
 

the
 

tumors
 

through
 

CT
 

scanning
 

is
 

a
 

challenging
 

task.
 

The
 

paper
 

proposes
 

a
 

novel
 

segmentation
 

model
 

based
 

on
 

adaptive
 

graph
 

convolution,
 

which
 

can
 

effectively
 

learn
 

the
 

spatial
 

relationships
 

among
 

the
 

global
 

and
 

local
 

image
 

region
 

nodes.
 

Adaptive
 

convolution
 

kernels
 

are
 

generated
 

for
 

the
 

nodes
 

based
 

on
 

dynamically
 

learned
 

features
 

to
 

adaptively
 

learn
 

the
 

features
 

of
 

image
 

region
 

nodes.
 

The
 

comparative
 

experimental
 

results
 

show
 

that
 

the
 

proposed
 

model
 

outperforms
 

several
 

advanced
 

segmentation
 

methods
 

in
 

terms
 

of
 

Dice,
 

IoU,
 

and
 

HD
 

distance.
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0　 引　 言

肾癌是最常见的泌尿系统癌症之一,致死率不

高,但在大多数国家发病率且仍在上升[1] 。 电子计

算机断层扫描图像对于肾癌检测和诊断具有独特的

优势。 从 CT 图中分割正常肾脏区域和肿瘤位置通

常都需要相关领域知识扎实的临床医生和放射科医

生手动描绘不仅费力、而且耗时。 医疗技术结合人

工智能,特别是基于深度学习的应用,在执行自动化

的医疗图像分割的任务中已经取得了很大的进

展[2] 。 然而从 CT
 

图像中准确分割正常器官和肿瘤

仍是一项具有挑战性的任务[3-4] 。 首先,肿瘤与周

围的正常肾脏器官组织的纹理特征分布比较接近,
因此辨识度很低。 其次,不同病患的肾肿瘤的形状、
大小和位置各不相同。 通常一个人都有 2 个肾,左
肾和右肾具有相似的语义特征,但左右 A 器官在 CT
图像中位于较远的区域。 因此,成功分割正常器官

和肿瘤的关键是对 2 个肾脏之间的长距离语义依赖

以及其与肿瘤的特征分布进行建模。
基于深度学习的方法已广泛应用于图像分割任

务,尤其是卷积神经网络
 

( CNN) [5-7] 。 其中,包括
肾脏和肿瘤的分割[8-9] 。 由于 CNN 具有局部感知

的特性,只依赖于局部信息来推断空间关系,所以在



捕捉距离比较遥远的图像区域的空间依赖性方面具

有挑战性。 在 CT 图像上肾脏和肾肿瘤图像区域之

间存在空间依赖性,CNN 在远程区域之间的上下文

联系的提取具有挑战性。 可以通过扩大卷积的感知

域缓解此问题,将图像信息的全局上下文引入卷积

层。 Dutande 等学者[10] 提出的 ASPP 通过整合不同

区域的上下文信息来获取全局的上下文连接内容,
扩大了空间位置采样的范围。 Zhu 等学者[11] 提出

的 DCN
 

v2 通过使用额外的偏移量来增强模块中空

间采样位置,能够在更大范围的特征层上控制采样,
从而获得更大的感受区域。

 

然而,这种解决方法需

要大量卷积层堆叠,导致计算复杂度增加。
由于不同患者的肾肿瘤或肺肿瘤的大小、形状

和位置各不相同,肿瘤分割一直是相关人员研究的

重点。 当肿瘤附着在强度分布相似的其他器官和软

组织上时,很难识别肿瘤边界。
 

Isensee 等学者[12] 设

计了一种基于三维
 

(3D)
 

U-Net
 

的 nnU-Net 网络框

架来优化预处理、训练、推理和后处理。 该框架在

2019 年肾脏和肿瘤图像分割挑战赛( KiTS19) [13] 中

取得成功。 然而,这些方法对于肿瘤边界模糊的病

例的分割结果并不令人满意。 基于 U -Net 框架采

用自动编码器形式,忽略了图像区域节点之间的空

间联系和局部信息。

1　 材料和方法

为了更好实现肾肿瘤的分割,研究提出了基于自

适应图卷积自动编码器分割模型。 模型设计如图 1
所示。 首先,选用主干网络 3D

 

nnU-Net 的编码器作

为图像特征提取器来学习肾肿瘤图像的内容表示,包
括肾肿瘤图像的纹理和语义特征。 其次,建立了基于

自适应图卷积的模块,根据动态学习的特征生成自适

应卷积核,用于学习图像目标节点特有的邻居节点特

征。 最后,内容表示和邻居节点信息再经自适应整

合,通过主干网络解码器来取得分割的结果。

内容表示

(d)自适应整合
主干网络
解码器

(e)分割输出

(c)区域关联表示

AGCN
编码器

主干网络
编码器

(b)建图

(a)输入CT图像

(a)
 

给定输入
 

CT
 

图像;
  

(b)
  

建图提取内容表示;
 

(c)
 

构建具有节点属性的新图;
(d)

 

自适应整合提取的区域关联表示和内容表示;
 

(e)
 

分割输出结果

图 1　 提出的模型概述

Fig.
 

1　 Overview
 

of
 

the
 

proposed
 

model

1. 1　 相关数据集

在实验中,使用的肾脏 CT 图像数据集来自于

2019 年肾肿瘤分割挑战数据集。 数据集包含在医

院接受部分或根治性肾切除术的 210 名个体肾癌患

者的动脉期 CT 扫描图及其相应的正确的图像标签

Ground
 

Truth(GT)。 首先 210 个案例被随机划分成

5 组,其中 1 组(42 个案例)用于测试,其余的 4 组

(168 个案例)用于训练。 在训练过程中,168 个案

例中随机挑选 20%用于验证,剩余 80%用于训练。
由于此数据集是由多家医院收集,不同医院所用的

扫描仪型号差异导致收集的数据尺寸多种多样,因
此数据集中存在 CT 像素间距有所不同的问题。 于

是,对所有 CT 图像的体素进行了重新采样,统一成

1
 

mm×1
 

mm×1
 

mm 的体素大小。 随后,通过仿射变

换、轴向翻转、随机裁剪等来进行数据增强。

1. 2　 方法

1. 2. 1　 学习内容表示

研究中,将 3D
 

nnU -Net 作为主干分割架构来

学习内容表示,3D 编码器由 6 个编码层组成,解码

器有 6 个解码层。 所有编码层包含一系列 3×3 × 3
卷积块,1 × 1 × 0 填充、1 × 1 × 1 步幅,实例归一化和

LeakyRelu 激活函数的操作。 在每个下采样阶段使

用跨步卷积来提取更有代表性的内容表示特征。 在

每层解码层中,转置卷积被执行用来获取上采样特

征。 研究中在编码层和解码层之间添加了残差连

接,用于将编码层的细节特征补充解码层。 令 Z ∈
ℝ H×W×D×C 表示 3D

 

nnU -Net 编码器的输出特征矩

阵, 其中H、W、D分别表示高度、宽度和深度,C表示

从图像提取的特征中的通道数。 F 被认为是输入图

像的内容表示Rc。
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1. 2. 2　 图节点属性构建

通过对 3D
 

nnU-Net 编码器输出特征矩阵 Z 进

行编码,构造一个由图像节点组成的图 G = (V,E,
P) 来学习图像各节点的邻居信息和节点的特征分

布,其中 V和 E分别表示图像节点和边, P表示图像

区域节点特征矩阵。 Z i ∈ℝ H×W×D×C 作为 Z 的第 i 个

位置,将 Z 重塑为 P ∈ℝ AV×C, 这里图节点的数量为

AV = H × W × D。 经过 Backbone 的一系列卷积操作

之后得到的图像节点
 

vi 对应于 3D
 

CT 图像的一个

特定区域。 P 的第 i 行P i 是节点的属性向量。
给定属于 vi 和vj 节点的属性向量P i 和P j,若P i

和P j 的分布相似度越高,则vi 和vj 节点之间相关性

的概率越高。 这里用 L1 距离来度量P i
 和P j 之间的

相似度, 数学定义公式如下:
φij = exp{ - P i -P j 1} (1)

　 　 其中,
 

exp 表示将相似度重新调整到[0,1]。
 

φ ij

被认为是eij ∈ E 连接节点vi 和
 

vj 的边权。 如果 2 个

节点边权值越接近 1,则其相似度越大;反之,若边

权值越接近 0,则其相似度越小。 进一步地对 Φ =

[φ ij] ∈RAV×AV 进行拉普拉斯归一化,得到邻接矩阵

Qm 为:
Qm =D -1 / 2

1 ΦD -1 / 2
1 (2)

　 　 其中,
 

D1 表示对角矩阵, (D1) ii = ∑
j
Φij;Qm =

{ zi  |
 

i
 

=
 

1,2,…,n
 

} ∈ℝ Av×Av 表示边的邻接矩阵。
由式(2)进行初始化,反映了边连接和图的拓扑结

构,并在训练过程中通过编码层来进行演化和学习。
1. 2. 3　 自适应图卷积模块学习区域关联表示

自适应图卷积在目标节点 xi 附近的处理流程

如图 2 所示。 给定节点特征矩阵 P, 相应的第 i 个
节点 P i 的特征向量定义为 Di。 以前的方法通常对

目标节点
 

P i 的所有邻居节点应用固定的卷积核函

数来提取特征。 然而,对于
 

P i 不同的邻居区域节点

可能表示的特征并不相同,特别是当 P i 位于突出的

区域,如肾脏的边缘。 固定的卷积核可能会使图卷

积无法学习准确的节点特征表示,从而无法进行精

确分割。 研究中设计一个自适应卷积核来获取图像

区域节点中每对目标节点和相邻节点之间的独特关

系,来产生一个新的 m 维相同节点数的特征集。 相

比以往的图卷积,可以更好利用拓扑图中的局部几

何特征,自动调整节点信息和拓扑结构,能更准确地

反映局部几何特征。 对于输出多维特征中的每个通

道,研究中利用目标节点对应的邻居节点特征 (Di,
D j) 来动态生成自适应卷积核。 研究推得的公式

如下:

ûijm =gm(ΔDij),
 

j ∈ N( i) (3)
ΔP ij

 =
 

[Di,
 

P j -P i]
 

(4)
　 　 其中, m

 

=
 

1,2,…,M 表示输出维度;g() 表示

使用一个多层感知机的特征映射函数。 自适应卷积

核的卷积权重定义为θ = (g1,g2,…,gm);ΔP ij 表示

自适应卷积核的输入特征;“[ ]”表示连接操作,用
来考虑图像整体形态结构与局部邻近区域所特有的

特征差别。
为了图中节点形成的拓扑和各节点属性进行充

分融合,研究中将图像特征与图节点和拓扑相关联,
将其送入模型。 利用边的信息对节点信息进行聚合

从而生成新的节点表示,更好地提取拓扑图的空间

特征。 文中的自适应卷积核与相应的点 (xi,x j) 进

行卷积运算,具体公式如下:

kijm = σ􀎮 ûijm,Δxij􀎯
 

(5)
　 　 其中,“ <

 

>”表示 2 个向量的内积输出
 

kijm ∈
ℝ ;σ 表示一个 Simon 激活函数;类似地, Δxij 定义

为 [xi,x j -xi],第 m 个自适应卷积核映射ûijm 与 Δxij

进行特征融合。 使得能够通过点积将区域关联表有

效地结合到每一层中,并结合从卷积核中动态提取

的特征对应关系。 将每个通道的多个边叠加起来,
得到节点之间的边缘特征、当前节点和其他边连接

的信息
 

kij = [kij1,kij2,…,kijm] ∈ℝ m。 最后,通过对

邻域中所有特征采用池化函数,得到第 i 个目标节

点的新属性向量D′
i:

D′
i =max

j∈N( i)
 

kij (6)

　 　 其中,max 表示对通道维度进行最大池化。

图 2　 自适应图卷积在目标节点xi 附近进行处理的流程

Fig.
 

2　 Illustration
 

of
 

adaptive
 

graph
 

convolution
 

processing
 

near
 

target
 

node
 

xi
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1. 2. 4　 内容表示和区域关联表示的自适应整合

设 Z ∈ℝ Nv×Nf 表示最后一个编码层的输出,其中
 

Nf 是节点特征的数量, (Z) i 表示第 i个节点的区域关

联表示,用Rr 来表示 Z。 同时,可以通过 nnU-Net 编
码器获得特征图 F ∈ℝ H×W×D×C。 文中通过将 F 重塑

为大小为Nv × C 的矩阵来引入内容表示矩阵 Rc, 其

中 Nv = H × W × D,(Rc) i 是内容表示的第 i个节点。
由于 Rr 和 Rc 中的特征对分割结果有不同的作

用,对 Rr 和 Rc 进行 Nconv
 1 × 1 卷积运算来学习自适

应权重。 令 wk 表示第 k个 1 × 1 卷积核,wk 中的第 j
个值表示第 j个特征的权重。 因此,通过加权积分得

到的第 k 个特征为:
(zi) k =wk∗[(Rr) i,(Rc) i] (7)

　 　 其中,“ ∗” 表示卷积运算,“[ ]” 表示串联运

算。 整 合 后 的 矩 阵 Z = [ (zi) 1,
 

(zi) 2,
 

…,
 

(zi) Nconv
] 重新塑造成

 

H × W × D × Nconv。 接下来,通
过将 Z 发送到 nnU-Net 中相应的解码层得到最终

的分割结果。

2　 实验结果与分析

2. 1　 评价指标

为了评估训练所得的模型对 CT 图肿瘤的分割

性能,研究中将预测分割结果和 GT 进行对比,策略

采用通过 Dice 相似系数 ( Dice ) [14] 和联合交集

(IoU) [15]评估空间体积重叠度以及
 

Hausdorff
 

距离

(HD) [16]方面评估形状相似性。

Dice 和 IoU 分别被定义为:

Dicetumor =
2 × CGT ∩Cpred

CGT + Cpred (8)

IoUtumor =
CGT ∩Cpred

CGT ∪Cpred (9)

　 　 其中, CGT
 

和
 

Cpred 分别表示 GT 和分割结果;
Dicetumor 和 IoUtumor 取值范围均为[0,1],且值越接近

1 表示分割效果越好。 同理,可以得到肾脏的
 

Dice 为

Dicekidney,肿 瘤 的 IoU 为 IoUtumor, 肾 脏 的 IoU 为

IoUkidney。
分割的肿瘤边界和 GT 边界之间的 HD 定义为:
HDtumor( CGT, Cpred) = max{h( CGT, Cpred),

 

h(Cpred,CGT) (10)
这里的

 

h(CGT,Cpred)
 

表示 CGT
 

和
 

Cpred 表面之间

的距离,
 

具体公式如下:
h(CGT,Cpred) =max

x∈CGT
min

y∈Cpred
x - y

 

(11)

　 　 其中, x 来自 CGT,y 来自Cpred。 同理,更小的
 

HDtumor
 值表示更好的分割结果。 同理,可以计算得

到 HDkidney。
2. 2　 与其他方法的比较

本文的方法与其他 10 种最先进的肾肿瘤分割

方法进行比较以进一步评估本文模型的分割性能。
对比方法包括

 

:
 

2D_PSPNET[17] 、
 

3D_FCN
 

PPM[18] 、
 

3D
 

U-Net[19] 、3D
 

nnU-Net[13] 、
 

3D
 

ResNet[20]和
 

MSS
 

U-Net[21] 。 在 KiTS19 数据集分割结果如图 3 所示,
结果数据见表 1。

表 1　 本文的模型和其他先进模型比较的结果

Table
 

1　 Results
 

comparing
 

the
 

proposed
 

model
 

with
 

other
 

advanced
 

models

Method Dicekidney IoUkidney HDkidney / mm Dicetumor IoUtumor
 HDtumor / mm

2D_PSPNET[17] 0. 902 - - 0. 638 - -

3D_FCN_PPM[18] 0. 927 - - 0. 802 - -

3D
 

U-Net[19] 0. 964 0. 931 26. 704 0. 811 0. 718 69. 560

3D
 

nnU-Net[13] 0. 961 0. 926 26. 549 0. 851 0. 766 39. 305

3D
 

ResNet[20] 0. 964 0. 931 18. 259 0. 851 0. 765 39. 736

MSS
 

U-Net[21] 0. 958 0. 920 21. 123 0. 821 0. 720 49. 347

本文模型(3D
 

nnU-Net
 

backbone) 0. 967 0. 937 17. 705 0. 880 0. 795 17. 441

　 　 由表 1 可知,本文提出的模型获得了最佳的

Dicekidney 为 0. 967, IoUkidney 为 0. 937, HDkidney 为

17. 705
 

mm。 与此同时在 IoUkidney 方面,本文提出的

模型比 3D
 

U-Net[19]高 0. 6%。 HDkidney 的第 2 名和第

3 名分别是 3D
 

ResNet[20]
 

的 18. 259
 

mm、MGRSeg 的

18. 787
 

mm 和 MSS
 

U-Net[21] 的 21. 123
 

mm。 在肿瘤

分割性能方面,本文提出的模型取得最高的 Dicetumor、
为 0. 880, IoUtumor 为 0. 795

 

,
 

HDtumor 为 17. 441。
Dicetumor 比 3D

 

U - Net[19] 、 3D
 

nnU - Net[13] 、 3D
 

ResNet[20] 、MSS
 

U-Net[21] 分别高了 6. 9%、2. 9%、2. 9%
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和 5. 9%,IoUtumor 比第 2 名 3D
 

nnU-Net[13]和第 3 名 3D
 

ResNet[20]高了 2. 9%和 3. 0%。 本文模型的 HDtumor 取

得大幅提升,优于第2 名3D
 

nnU-Net[13]的 21. 864
 

mm。
　 　 图 3 展示了 6 个不同肾脏和肿瘤分割结果的样

品。 图 3 中,绿色图显示肾脏,红色图显示肿瘤。 与

正确的图像标签(GT)相比,nnU-Net 存在肿瘤分割

的遗漏以及肿瘤边缘分割不准确等问题。 当肿瘤尺

寸较小时、例如图 3(a) ~ (f)第 5、第 6 列中的情况,
其他模型存在未能检测到整个肿瘤区域或只能检测

到整个肿瘤区域的一小部分的问题。 本文提出模型

基于 AGCN 的模块则成功识别肾肿瘤。 在图 3(a) ~
(f)第 1、第 2 列中肿瘤较大的情况下,本文提出的模

型仍有精确的分割能力。 在图 3(a) ~ ( f)第 3、第 4
列中的情况,其他模型在识别肿瘤边缘时会将附近

相似纹理特征的健康组织区域错误分割成肾肿瘤。
本文的分割模型提高了这 2 个案例的分割性能,肿
瘤的定位和弱边界识别结果更好。 实验结果表明,
包含本文模型在内的前五名的模型均使用基于 U-
Net 框架,并且本文提出模型具有图推理的模块,相
比没有基于图推理的模型在肾肿瘤分割上取得了更

好的结果。 本文所提的模型基于图推理,传播肾脏

图像局部区域和肿瘤之间的空间分布,从而取得了

最好的肾脏和肿瘤分割结果。

(a)CT

(b)GT

(c)MSSU-Net[21]

(d)3DnnU-Net[13]

(e)3DResNet[20]

(f)本文模型
图 3　 分割结果

Fig.
 

3　 Segmentation
 

results

3　 结束语

在这项研究中,本文提出了一种基于自适应图

卷积的分割模型。 本文的方法的主要贡献是在卷积

中加入了自适应卷积核,是根据节点特征动态生成

的。 本文的模型可以更灵活地生成节点特征,而不

是使用捕获点之间无法区分的对应关系的固定卷积

核。 本文模型的有效性通过在 CT 的肾脏和肿瘤分

割公共数据集 KiTS19 上进行验证,由此得到模型表

现优于最新技术。
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