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摘　 要:
 

情感分类是自然语言处理领域的热点研究问题之一,方面级的文本情感分类旨在识别文本不同方面间的情感极性。
针对方面级情感分类模型存在特征提取能力弱、方面词与上下文间交互不充分的问题,提出基于交互对抗网络的方面级情感

分类模型(Aspect- level
 

Sentiment
 

classification
 

model
 

based
 

on
 

Interactive
 

Adversarial
 

Networks,
 

ASIAN)。 首先,通过 Trans-
former 的双向表征编码器模型作为编码器,将方面词和上下文进行单独建模提取隐含层特征。 其次,构建交互注意力网络,将
隐含层特征进行交互学习。 最后,对交互信息进行联合学习,做交叉熵损失、回传参数。 此外,ASIAN 添加了对抗训练旨在进

一步优化分类效果。 在 SemEval-2014 任务 4 中的 Laptop、Restaurant 数据集和 ACL-2014 的 Twitter 数据集上,ASIAN 与大多

数基线模型相比有较高的分类准确率。
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Abstract:
 

Sentiment
 

classification
 

is
 

one
 

of
 

the
 

hot
 

research
 

problems
 

in
 

the
 

field
 

of
 

natural
 

language
 

processing,
 

aspect-level
 

text
 

sentiment
 

classification
 

aims
 

to
 

identify
 

the
 

sentiment
 

polarity
 

between
 

different
 

aspects
 

of
 

a
 

text.
 

To
 

address
 

the
 

problems
 

of
 

weak
 

feature
 

extraction
 

and
 

insufficient
 

interaction
 

between
 

aspect
 

words
 

and
 

context
 

in
 

aspect - level
 

sentiment
 

classification
 

models,
 

Aspect - level
 

Sentiment
 

classification
 

model
 

based
 

on
 

Interactive
 

Adversarial
 

Networks ( ASIAN)
 

is
 

proposed.
 

Firstly,
 

the
 

bidirectional
 

encoder
 

representation
 

from
 

Transformers
 

model
 

is
 

employed
 

as
 

an
 

encoder,
 

the
 

aspect
 

words
 

and
 

the
 

context
 

are
 

modeled
 

separately
 

to
 

extract
 

the
 

hidden
 

layer
 

features.
 

Secondly,
 

an
 

interactive
 

attention
 

network
 

is
 

constructed,
  

which
 

interacts
 

the
 

hidden
 

layer
 

features.
 

Finally,
 

the
 

interaction
 

information
 

is
 

learned
 

jointly
 

to
 

do
 

cross - entropy
 

loss
 

and
 

back - propagation
 

parameters.
 

In
 

addition,
 

ASIAN
 

adds
 

an
 

adversarial
 

training
 

aimed
 

at
 

further
 

optimizing
 

classification
 

results.
 

On
 

the
 

Laptop
 

and
 

Restaurant
 

datasets
 

from
 

SemEval-2014
 

Task
 

4
 

and
 

the
 

Twitter
 

dataset
 

from
 

ACL-2014,
 

ASIAN
 

has
 

high
 

classification
 

accuracy
 

compared
 

to
 

most
 

baseline
 

models.
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0　 引　 言

在文本情感分类任务中,依据不同的文本粒度

可以将情感分类问题分为篇章级、句子级、方面

级[1] 。 其中,方面级情感分类问题是自然语言处理

领域的一个热点研究方向,方面级情感分类是旨在

识别文本中不同方面的情感,如评论性文本:“这家

饭店的牛肉很好吃,环境很舒适,但是价格很贵”

中,有“牛肉”、“环境”、“价格”三个方面词,对应的

情感分别为积极、积极、消极。 在海量的社交网络数

据中,高效地分类出文本不同方面的情感具有一定

的挑战性。
早期,基于传统机器学习方法的文本情感分类

模型在文本研究领域占据一定地位,如黄佳锋等学

者[2]采用集成学习进行中文情感分类,通过定义 3
种复杂的特征提取模式,构造基于信息增益的随机



子空间的集成算法做分类器。 王伟等学者[3] 提出

一种基于 LDA(Latent
 

Dirichlet
 

Allocation)主题模型

的文本情感分类方法,该方法通过情感词典提取情

感信息,使用主题模型发掘情感信息中的关键特征,
并融入到情感向量空间中,最后利用支持向量机实

现中文评论文本的情感分类。 类似地,还有很多其

他基于传统机器学习方法的文本情感分类模

型[4–6] ,但是,上述基于传统机器学习方法的文本情

感分类模型都存在特征工程过程复杂、特征的选取

非常依赖于经验、训练出来的分类器往往分类精度

低以及泛化能力弱等问题。
近年来,深度网络模型的出现,很好地规避了繁

杂的特征提取过程,而且深度网络模型的文本情感

分类效果有大幅提升[7-9] 。 如 Zeng 等学者[10] 提出

基于 BERT 的局部注意力机制的情感分类模型,以
方面词为中心进行文本权重的动态衰减或遮盖,该
模型的思想简单、效果不错。 张立等学者[11] 提出一

种基于多方面依存建模的图卷积网络模型,有效建

模了文本中多方面词的依存关系,在多个公开数据

上取得了不错的效果。
基于深度学习的情感分类模型,不仅在情感分

类精度上对比传统机器学习方法分类模型有大幅提

升,而且减少了不必要的人工提取特征过程。 针对

现有的文本情感分类模型存在特征提取能力弱、方
面词与上下文交互不充分的问题,本文提出基于交

互对抗网络的方面级情感分类模型,主要工作和贡

献如下:
(1)提出基于 BERT 的交互注意力网络模型,

通过 BERT 编码提取语义特征,建立交互注意力网

络将方面词与上下文充分交互。 通过实验验证了该

网络优于大多数基线模型。
(2)模型引入了对抗样本,添加了对抗训练过

程,旨在进一步增强优化模型的分类效果,实验表明

对抗训练对不同数据集上的分类精度有不同幅度的

提升。
(3)在公开的 Laptop、Restaurant 和 Twitter 数据

集取得了不错的效果,最终的分类准确率分别达

77. 12%、82. 59%、73. 27%。

1　 对抗训练

对抗样本是指在原数据集中通过人工添加肉眼

不可见或在经处理不影响整体的肉眼可见的细微扰

动所形成的样本[12] ,这类样本会导致训练好的模型

以高置信度输出与原样本不同的分类结果。

对抗样本的概念首次由 Szegedy 等学者[13] 提

出,经 Goodfellow 等学者[14] 证明了高维网络实际呈

现为线性状态,为对抗训练奠定了理论基础。 对抗

训练是一种常见的对抗样本攻击的防御方法[15] ,根
据不同的对抗训练损失可以分为监督学习和无监督

学习。
监督学习中,对抗样本的标签是原训练样本的

标签,对抗训练的模型损失为:
- log

 

p(y | x + ra;
 

Θ)

where
 

ra = arg min
r,‖r‖≤ε

log
 

p(y | x + r;Θ̂)
(1)

　 　 其中, Θ 表示模型的参数; Θ̂ 表示 Θ 的常量参

数; ra 表示扰动; ε 表示扰动的阈值参数; x 表示正

常样本; y 表示 x 对应标签; x + ra 表示对抗样本。
无监督学习中,对抗训练的模型损失为:

KL[p(·| x;Θ̂)‖p(·| x + ra;Θ)]

where
 

ra = arg max
r,‖r‖≤ε

KL[p(·| x;Θ̂)‖p(·| x + r;Θ̂)]

(2)
　 　 其中,KL[·‖·]表示 KL 散度。

目前, 比较有效的对抗训练算法有 FGM 算

法[16]和 PGD 算法[17] 。 其中,FGM 算法是一种基于

当前输入梯度 L2 范数缩放的一次性计算扰动算法,
计算扰动公式为:

ra = ε·g / ‖g‖2,
where

 

g = �x log
 

p(y | x;Θ)
(3)

　 　 其中, g 表示梯度, ‖·‖2 表示 L2 范数。
PGD 算法基于某个步长的多次迭代优化扰动

算法,其生成的对抗样本公式为:

xt +1 = ∏ x+R
{xt + η·sign[�xL(Θ,x,y)]} (4)

　 　 其中, R 表示扰动集合;η 表示步长; L 表示损

失函数; Πx+R 表示以某个扰动阈值为半径的球上投

影,若迭代扰动幅度过大会投影回球面。 PGD 最优

化内部损失和外部损失,公式如下:
min
Θ

p(Θ) (5)

where
 

p(Θ) = E(x,y) -D[max
ra∈R

L(Θ,x + ra,y)],
 

其中 D

表示一种数据分布。

2　 ASIAN 模型

本文提出 ASIAN 模型进行方面级情感分类,
ASIAN 的结构见图 1 所示,依次分别为输入层、编码

层、注意力层和分类层。 图 1 中,输入层负责接收将

原始数据集预处理后的固定格式输入序列;编码层
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负责将输入序列进行字符转换、编码和生成对抗样

本;注意力层将编码后的样本及对抗样本依次通过

交互注意力网络提取特征;分类层将提取的特性进

行三分类,同时,回传损失、梯度下降,优化分类权

重。

图 1　 ASIAN 模型

Fig. 1
 

　 Model
 

of
 

ASIAN

2. 1　 输入层
 

将方面词和上下文分别预处理成 “[ CLS] +
Aspect+[SEP]”和“[CLS] +Context+[SEP]”格式的

固定输入。 如存在方面词“ atmosphere”和对应的评

论性文本“The
 

design
 

and
 

atmosphere
 

is
 

just
 

as
 

good”
时,则预处理 成 “[ CLS ]

 

atmosphere
 

[ SEP ]” 和

“[CLS]
 

The
 

design
 

and
 

atmosphere
 

is
 

just
 

as
 

good
 

[SEP]”。 其中,[ CLS] 是开始标识符,[ SEP] 是分

隔标识符。
2. 2　 编码层

将预处理好的固定格式输入进行编码,编码过

程如图 2 所示。 BERT 编码过程主要分为 2 个方

面。 一方面提取关于 Aspect 和 Context 的相关标识

生成词嵌入、段落、单词位置信息,另一方面利用多

头注意力机制和前馈网络提取特征。
(1)将方面词和上下文通过 BERT 词典映射替

换每一个单词,生成新的 Embedding
 

Information,根
据[CLS]和[SEP]标识信息生成判断每个单词是否

在同一段的 Segment
 

Information 和生成每个单词在

段 中 位 置 信 息 Position
 

Information。 最 后, 将

Embedding
 

Information、 Segment
 

Information 和

Position
 

Information 叠加,再经过归一化和随机失活

操作后,作为下一层次的输入。 为方便叙述,假设方

面词和上下文经过以上操作的结果用字母 X1 和 X2

表示。

图 2　 BERT 编码过程

Fig.
 

2　 BERT
 

encoding
 

process

　 　 (2)当将 X1 经过多头注意力机制( Multi-head
 

Attention,
 

MA)提取特征时,设多头注意力机制头数

为 8,随机初始化可学习矩阵 WQ
i 、WK

i 、WV
i ,i ∈ [1,

8]。 则有:

MAi = Softmax(
QiKT

i

dK

)Vi (6)

　 　 其中, Qi =X1·WQ
i 、Ki =X1·WK

i 、Vi =X1·WV
i ;Q、

K、V 分别表示文本向量化后的查询、键和值矩阵;
　 dK 表示 K的维度。 将 8 种不同方向的注意力 MAi

进行拼接并附加一个激活函数到输出O1:
O1 = Tanh[(MH1 􀱇 MH2…MH8)·W∗] (7)

　 　 其中, Tanh 表示激活函数; “ 􀱇 ” 表示拼接;
W∗ 表示可学习矩阵。 再将 O1 通过 Feed-Forward

 

Network 得到 FFN( O1), 公式如下:
FFN(O1) = max[0,ffn(O1)]W2 + bia2 (8)

ffn(O1) = (O1·W1 + bia1) (9)
　 　 其中, bia1 和 bia2 表示偏置, W1 和 W2 表示随

机初始化的可学习矩阵。 FFN(O1) 通过归一化和随

机失活操作后,此刻的结果作为下一同结构的输入

放入,如此重复 6 次后的结果为编码层最终的输出。
为方便表示,用 BERT( )函数表示整体编码层编码

过程,可以表示为:
Ea = BERT(X1) (10)
Ec = BERT(X2) (11)

　 　 其中, Ea 和 Ec 分别表示 Aspect 和 Context 编码

后的结果。
2. 3　 注意力层

首先,提取 Aspect 和 Context 编码后的平均池

化向量 E
-

a 和 E
-

c, 公式如下:

251 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



E
-

a = 1
m∑

m

i = 1
Ei

a (12)

E
-

c = 1
n ∑

n

i = 1
Ei

c (13)

　 　 其中, m 和 n 分别表示 Aspect 和 Context 的长

度。

然后,将 E
-

a 和 Ec、Ea 和 E
-

c 交互学习特征,得到

特征矩阵 α 和 β, 计算过程如下:

αi =
exp[γ(Ei

a,E
-

c)]

∑
m

j = 1
exp[γ(E j

a,E
-

c)]
(14)

β i =
exp[γ(Ei

c,E
-

a)]

∑
n

j = 1
exp[γ(E j

c,E
-

a)]
(15)

　 　 其中, γ() 函数的展开如下:

γ(Ei
a,E

-

c) = tanh(Ei
a·Wa·E

-
T

c + biaa) (16)
　 　 其中, Wa 和 biaa 分别表示权重矩阵和偏置。

γ(E j
a,E

-

c)、γ(Ei
c,E

-

a)、γ(E j
c,E

-

a) 的计算过程与上

式一致,不详尽罗列。
最后,将注意力矩阵 α、

 

β 和 Ea、Ec 重构得到最

终的交互注意力矩阵 E1 和E2, 公式如下:

E1 = ∑
m

i = 1
αi·Ei

a (17)

E2 = ∑
n

i = 1
βi·Ei

c (18)

2. 4　 分类层

首先,将交互注意力矩阵 E1 和 E2 进行拼接操

作得到 E, 然后,将 E 进行非线性变换操作得到 X,
过程如下:

E = E1 􀱇 E2 (19)
X = tanh(W·E + bia) (20)

　 　 其中, W 和 bia 分别表示权重矩阵和偏置。
那么,关于 X 的情感预测过程为:

yi =
exp(X i)

∑
Z

i = 1
exp(X i)

(21)

　 　 其中, Z 表示情感极性类别数, yi 表示训练样

本的预测结果。 设模型参数用 Θ 表示,那么模型的

训练损失 Loss1 为:

Loss1 = - ∑
Z

i = 1
y∗·ln(yi) + δ∑

θ∈Θ
θ2 (22)

　 　 其中, y∗ 表示真实标签的分布, δ 表示 L2 规范

化系数。

特殊地, ASIAN 融合了对抗学习算法学习特

征,ASIAN 通过本文第 2 节介绍的 PGD 算法,生成

基于当前模型梯度的微小扰动 r1 和 r2。 将扰动叠加

在训练样本上生成对抗样本。 对抗样本作为一种特

殊的文本数据增强,也和训练样本一致,依次通过编

码层、注意力层、分类层,设对抗样本的情感预测结

果用 Yi 表示,那么有:

Loss2 = - ∑
Z

i = 1
y∗·ln(Yi) + δ∑

θ∈Θ
θ2 (23)

　 　 即对抗样本的标签,采用对应训练样本的标签

训练优化。
综上,ASIAN 模型的最终损失为:

Loss = Loss1 + Loss2 (24)
　 　 ASIAN 依据 2 个不同的损失函数学习和优化参

数。

3　 实验及结果分析

3. 1　 数据集
 

本文采用的 3 个公开数据集是:SemEval-2014
任务 4 中的 Laptop 和 Restaurant 数据集[18] 、ACL -
2014 的 Twitter 数据集[19] 。 每个数据集由积极、中
性、消极三类样本构成,3 类样本的训练和测试数据

量见表 1。 此外,每次训练模型时,从训练数据中随

机抽取 20%作为验证集。
表 1　 实验数据集

Table
 

1　 Experimental
 

dataset

Datasets
Positive

Train Test

Negative

Train Test

Neural

Train Test

Laptop[18] 994 341 870 128 464 169

Restaurant[18] 2
 

164 728 807 196 637 196

Twitter[19] 1
 

561 173 1
 

560 173 3
 

127 346

3. 2　 评估标准
 

(1)准确率(ACC):在总样本中,分类正确的样

本比例,公式如下:
 

ACC = 1
Z

(∑
Z

i = 1

Ti

Ti + F i
) (25)

　 　 其中, Z 表示情感类别总数;T 表示分类准确的

样本量;F 表示分类错误的样本量。
 

(2) F1 值:由精度和召回率表示,对模型进行

综合衡量。 精度表示查准的概率,召回率表示查全

的概率,公式如下:
 

F1 = 1
Z

(∑
Z

i = 1

2·P i·R i

P i + R i
) (26)
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3. 3　 实验环境搭建及超参数配置

在 Linux 操作系统和 Nvidia
 

GeForce
 

RTX
 

2080
环境下,基于 PyTorch 深度学习框架进行实验。 优

化器采用 Adam、初始化采用 Xavier 正态初始化、学
习率为 1e-5、L2 正则化衰减率为 0. 01、batch 大小

为 32、BERT 版本为:bert -base -uncased、dropout 依

据不同数据集灵活调整、对抗样本生成采用 PGD 算

法、PGD 扰动步长为 0. 3、阈值为 1。
3. 4　 对比实验

(1)TD-LSTM 模型。 由 Tang 等学者[20]提出的一

种增强方面词与上文、方面词与下文联系的情感分类

模型。
(2)ATAE-LSTM 模型。 由 Wang 等学者[21] 提

出的一种方面词融合上下文单词共同嵌入编码的情

感分类模型。
(3)RAM 模型。 由 Chen 等学者[22] 提出的一种

基于记忆切片分配权重,结合多层注意力机制提取

特征的情感分类方法。
(4)AOA 模型。 由 Huang 等学者[23] 提出一种

提取方面词和上下文交互的注意力矩阵行、列特征

向量,行、列特征向量再交互的情感分类方法。
(5)MGAN 模型。 由 Fan 等学者[24]提出的一种

多粒度注意网络,增强方面词与上下文的交互,减轻

粗粒度注意力机制中的信息损失。
(6) BERT 模型。 由 Devlin 等学者[25] 提出的

BERT 模型,当时刷新了 11 项自然语言处理任务,
BERT 在情感分类模型也有不俗的表现。

(7) ASGCN 模型。 由 Zhang 等学者[26] 提出基

于图神经网络的情感分类方法,充分利用了句法信

息和单词依存关系进行情感分类。
(8)GCAN -C 模型。 由赵志影等学者[27] 提出

一种结合图卷积神经网络的注意力模型,该模型引

入了句法分析树挖掘句法信息和结构。
　 　 ASIAN 与基线模型的对比实验结果见表 2。 表

2 中,TD-LSTM 和 ATAE-LSTM 模型主要考虑的是

方面词与上下文间的词级交互,分别是将方面词与

上文内容拼接嵌入,方面词与下文内容拼接嵌入或

方面词直接与上下文中的单词依次拼接嵌入,在 3
个公开数据集上的效果一般,提取特征的能力有待

提升。
　 　 RAM、AOA 和 MGAN 通过多层注意力机制或多

粒度注意力机制构造模型,模型提取得到的特征来

源比较丰富。 RAM、AOA 和 MGAN 模型在 Laptop、
Restaurant 和 Twitter 数据集上的性能平均高出

ATAE-LSTM 模型约 3%,侧面体现 ATAE-LSTM 模

型的构造较为简单,提取特征的层次浅。 同时,也展

现了基于多层注意力机制或多粒度注意力机制构造

的模型,提取特征的能力往往比较优秀。
表 2　 对比实验结果

Table
 

2　 Comparison
 

of
 

experimental
 

results
 

%

Models
Laptop

ACC F1

Restaurant

ACC F1

Twitter

ACC F1

TD-LSTM[20] 68. 13 - 75. 63 - 70. 80 69. 00

ATAE-LSTM[21] 71. 83 68. 43 78. 00 66. 73 66. 62 64. 01

RAM[22] 74. 49 71. 35 80. 23 70. 80 69. 36 67. 30

AOA[23] 74. 50 - 81. 10 - - -

MGAN[24] 75. 39 72. 47 81. 25 71. 94 72. 54 70. 81

BERT[25] 75. 29 71. 91 81. 94 71. 54 - -

ASGCN[26] 75. 55 71. 05 80. 86 72. 19 72. 15 70. 40

GCAN-C[27] 76. 49 72. 60 82. 20 73. 62 72. 49 70. 93

ASIAN 77. 12 71. 71 82. 59 73. 45 73. 27 71. 72

　 　 上述基线模型均采用循环神经网络,而 BERT
和 ASGCN 则是 2 种完全不同于上述模型的深度神

经网络模型。 BERT 和 ASGCN 在 Laptop、Restaurant
和 Twitter 数据集上的效果与 MGAN 模型接近,优于

大多数的循环神经网络基线模型,说明了 BERT 和

图神经网络在情感分类问题有一定研究前景。
 

ASIAN 模型采用基于 BERT 的交互注意力网络

提取特征,通过生成和学习对抗样本的方式,优化模

型的分类效果。 在 Laptop、Restaurant 和 Twitter 数据

集上的准确率分别为 77. 12%、82. 59%和 73. 27%,
比基于循环神经网络的 MGAN 模型分别高 1. 73%、
1. 34%、0. 73%, 对比 BERT 模型分别高 1. 83%、
0. 65%,对比基于图神经网络的 ASGCN 模型分别高

1. 57%、1. 73%、1. 12%,比 GCAN 分别高 0. 63%、
0. 39%、0. 78%。 数据显示,与基于循环神经网络、
BERT、图神经网络的基线模型对比,ASIAN 具有一

定的优势,能提升情感分类的准确率。
值得注意的是,ASIAN 在 Laptop、Restaurant 数

据集的 F1 值分别低于 GCAN - C 模型 0. 89%、
0. 17%,说明了每个模型对数据集的适应程度不一

样,GCAN-C 模型在 2 个数据集上分类正样本的能

力要强于 ASIAN 模型。
3. 5　 消融实验

本小节主要验证 ASIAN 模型结构设计的合理

性,将 ASIAN 不生成和学习对抗样本的情况,用

ASASIAN_NO 表示。 同时,这一部分还引入了基于

循环神经网络的 IAN 模型[28] 和基于双向循环神经
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网络的 BIAN 模型[29] 进行对比验证分析,ASIAN 与

各模型的消融对比实验结果见表 3。
表 3　 消融实验结果

Table
 

3　 Ablation
 

experiment
 

results
 

%

Models
Laptop

ACC F1

Restaurant

ACC F1

Twitter

ACC F1

IAN[28] 72. 10 63. 72 78. 71 67. 71 69. 22 66. 90

BIAN[29] 72. 30 66. 70 79. 40 69. 90 - -

ASIAN_NO 74. 92 68. 79 80. 36 69. 09 70. 23 68. 14

ASIAN 77. 12 71. 71 82. 59 73. 45 73. 27 71. 72

　 　 数据显示,
 

ASIAN_NO 在 Laptop、Restaurant 和
Twitter 数据集上的分类准确率达 74. 92%、80. 36%、
70. 23%,对比 IAN 准确率分别提升 2. 82%、1. 65%、
1. 01%,对比 BIAN 高 2. 62%、0. 96%,实验结果表明

即便是基础版本的 ASIAN 模型,对比 2 种不同版本

的交互注意力网络模型,也有不俗的文本分类效果,
提取特征的能力更出色。 ASIAN 对比 ASIAN _NO
在 Laptop、Restaurant 和 Twitter 数据集上的准确率分

别提升 2. 2%、2. 23%、3. 04%,说明 ASIAN 采用生成

和学习对抗样本的策略有效,能优化模型的分类效

果。

4　 结束语

早期的情感分类大多聚焦于传统机器学习算

法,主要存在特征提取过程复杂、分类精度低、泛化

能力弱等问题,深度网络模型的出现,一定程度缓解

了上述问题。 针对方面级情感分类模型存在特征提

取能力弱、方面词与上下文交互不充分的问题,提出

基于交互对抗网络的方面级情感分类方法,采用基

于 BERT 的交互注意力网络提取方面词和上下文的

交互信息,生成和学习对抗样本优化模型的分类。
通过在 3 个公开数据集的对比实验结果数据表明,
ASIAN 在 Laptop、Restaurant、Twitter 数据集上的准

确率分别达到了 77. 12%、82. 59%、73. 27%,优于 8
种深度网络基线模型。 消融实验结果显示,ASIAN
生成和学习的对抗样本数据增强策略有效,对不同

数据集有不同幅度的提升, 最高提升幅度可达

3. 04%。
虽然 ASIAN 取得了不错进展,但是 ASIAN 也有

一定的局限性,如 ASIAN 在 Laptop 和 Restaurant 数
据上正样本分类正确的能力较 GCAN-C 模型偏弱。
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