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摘　 要:
 

食品图像识别、包含食品类别识别和食材类别识别,是计算机视觉领域的一项重要任务,在近年来取得了可观的成

果。 然而,受限于有限的标注数据,使得很多优秀的模型未能发挥出最大的性能。 与此同时,与其他视觉任务不同的是,食品

和食材之间存在知识联系,这一点在以前的工作中并未得到充分利用。 本文提出了一种新方法,即基于反绎学习的食品和食

材识别(AFIRE),该方法利用反绎推理来优化感知模型的结果,并将修正后的标签用于训练感知模型,从而降低感知模型对

于标注数据的依赖。 在 3 个广泛使用的食品数据集上进行了仿真实验。 结果表明,在使用相同标注数据量训练的情况下,与
未使用 AFIRE 的感知模型相比,模型性能平均提升 2. 43%。
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Abstract:
 

Food
 

image
 

recognition,
 

encompassing
 

both
 

food
 

recognition
 

and
 

ingredient
 

recognition,
 

is
 

an
 

important
 

task
 

in
 

the
 

field
 

of
 

computer
 

vision
 

that
 

has
 

achieved
 

remarkable
 

results
 

in
 

recent
 

years.
 

However,
 

the
 

performance
 

of
 

many
 

excellent
 

models
 

is
 

limited
 

due
 

to
 

the
 

scarcity
 

of
 

labeled
 

data.
 

Unlike
 

other
 

vision
 

tasks,
 

there
 

is
 

a
 

knowledge
 

connection
 

between
 

food
 

and
 

ingredients,
 

and
 

the
 

connection
 

has
 

not
 

been
 

fully
 

utilized
 

in
 

previous
 

works.
 

This
 

paper
 

proposes
 

a
 

new
 

method,
 

namely,
 

Abductive
 

learning
 

for
 

Food
 

and
 

Ingredient
 

REcognition
 

(AFIRE),
 

which
 

utilizes
 

abductive
 

reasoning
 

to
 

optimize
 

the
 

results
 

of
 

the
 

perceptual
 

model
 

and
 

uses
 

the
 

corrected
 

labels
 

to
 

train
 

the
 

perceptual
 

model,
 

thereby
 

reducing
 

the
 

perceptual
 

model′s
 

dependence
 

on
 

labeled
 

data.
 

The
 

paper
 

conducts
 

the
 

experiments
 

on
 

three
 

widely
 

used
 

food
 

datasets,
 

and
 

the
 

results
 

show
 

that
 

with
 

the
 

same
 

amount
 

of
 

annotated
 

data
 

for
 

training,
 

the
 

model
 

performance
 

is
 

improved
 

by
 

an
 

average
 

of
 

2. 43%
 

compared
 

to
 

the
 

perceptual
 

model
 

without
 

AFIRE.
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0　 引　 言

近年来, 与食品相关的研究越来越受到关

注[1-3] 。 从图像中识别食品和食材是一个重要的领

域课题。 和诸多计算机视觉任务一样,食品和食材

识别效率近年来不断提升,并已取得了较高的性

能[4] 。 然而,与其他计算机视觉任务相比,食品和

食材识别面临着如下挑战:
(1)食品和食材识别属于细粒度图像识别[5] ,识

别其各自的类别时捕捉关键特征尤其挑战。
(2)食品相关的标注数据集有限,这对需要此

类数据进行训练的机器学习模型的开发构成挑战。

除上述挑战外,食品和食材识别还具有基于知

识的关系特性,这种关系可以进一步用于开发更有

效的食品和食材识别机器学习模型。
考虑到这些特点和挑战,研究提出了一种基于

反绎学习的食品和食材识别方法(AFIRE)。 该方法

基于反绎学习( ABL) [6-7] 框架,结合机器学习与一

阶逻辑推理。 与传统的反绎学习不同,本文提出的

方法使用多任务感知模型同时识别食品和食材。 感

知模型的输出随后被输入到推理模型中,该模型执

行一阶逻辑推理以纠正感知模型输出中的任何错误

或不一致。 通过将基于知识的推理纳入食品和食材

识别过程,结合反绎学习框架中感知模型与推理模



型相互协作的特性,本文的方法可以在较少的标注

数据集上展现出较高的性能。

1　 相关工作

1. 1　 视觉增强注意力机

食品和食材识别主要有 2 种方法。 一种是将 2
项任务视为独立的任务,另一种是考虑 2 项任务之

间的关系,并对其同时加以解决。
目前,大多数研究工作主要关注单标签食品图

像识别[8-12] ,每张图像中只有一个食品对象。 深度

学习的发展使大多数研究[13-14] 利用卷积神经网络

(CNNs)来预测食品类别。 一些研究[11,15] 还为食品

图像特性设计了特定的模型来预测食品类别。 食材

识别[16-18] 是一项更细粒度的识别任务。 例如,
Bolaños 等学者[9] 结合 Inceptionv3 和 ResNet-50 网

络进行多标签食材预测。 Pan 等学者[19] 结合不同

类型的 CNNs 进行食材识别。
在同时考虑食品和食材关系的任务中,多任务

学习和知识图谱是 2 个主要方向。 Zhang 等学者[20]

提出了一种多任务学习方法,使用 CNNs 同时从菜

肴图像中识别食品类型、食材和烹饪方法。 Zhou 等

学者[17]利用双分图结构来模拟食材和标签之间的

丰富关系,然后将双分图与 CNNs 结合,实现多标签

食材识别和食品识别。 Wang 等学者[21] 提出了一个

多任务学习框架,用于同时预测食品类别和食材,其
中构建了一个食材字典,用于食材相关区域的发现,
并生成了一个以食材为中心的语义-视觉图卷积网

络,用于学习食材关系。
在 近 期 的 工 作 中, 由 于 模 型 如 Vision

 

Transformer[22]和 Swin-Transformer[23]的发展,基于注

意力机制[24]的方法也被用于食品和食材识别领域。
当前细粒度识别的关键在于有效设计注意力结构,
以更多地关注局部判别区域。 因此,为食品图像识

别定制的 Transformer 网络有望在食品识别中实现

更高的性能。 采用了 2 种代表性架构作为嵌入网络

的 Progressive
 

Self - Distillation
 

( PSD ) [25-26] , 包括

CNN 和 Vision
 

Transformer。 Zhu 等学者[25]提出了一

个基于监督的 Transformer 网络食品识别系统,可以

在包含各种食品的冰箱环境中检测和识别食品类

别。
1. 2　 反绎学习

反绎学习(ABL) [7] 是一种创新的框架,将机器

学习与一阶逻辑推理相结合,实现了两者之间的相

互增益。 ABL 的核心在于利用一阶逻辑规则对模

型预测的标签进行修正,并以此修正后的标签作为

训练数据集,进而优化机器学习模型。 在 ABL 框架

中,机器学习部分负责将原始数据转换为基本的逻

辑事实, 这些事实作为伪标签( ŷ) 供逻辑推理使

用。 通过反绎过程,系统能够基于一阶逻辑规则推

断出特定的事实,这些事实作为反绎标签(y-) 被视

作真值标签,用于指导和改进机器学习模型的训练

过程。
反绎、作为一种基本的逻辑推理方式,旨在根据

已知的前提或规则,寻找能够对观察到的现象做出

最佳解释的假设。 例如,如果已经掌握了“雨导致

地面湿润”这一规则,当再次观察到地面湿润时,就
可以推测可能是下雨了。 ABL 正是基于这样的逻

辑推理原理,通过机器学习模型与逻辑规则的相互

作用,实现了对数据的更深层次理解和模型性能的

提升。 这种方法不仅增强了模型对数据的解释能

力,也为处理复杂问题提供了新的视角,尤其是在需

要逻辑推理和模式识别相结合的领域、如食品图像

识别等,ABL 展现出了巨大的潜力和应用价值。

2　 AFIRE

本节详细介绍研究提出的方法 AFIRE。 AFIRE
框架设计如图 1 所示。 AFIRE 遵循反绎学习框架的

结构,包括 2 部分:感知模型和推理模型。 其中,感
知模型基于多任务学习框架,可以对食品识别和食

材识别同时进行处理。 推理模型则是基于知识图谱

推理方法,负责纠正感知模型中的潜在错误。

图 1　 AFIRE 框架

Fig.
 

1　 AFIRE
 

framework

2. 1　 多任务感知模型

在 AFIRE 框架中,感知模型发挥着至关重要的

作用,负责执行目标任务。 本文设计该感知模型为

多任务架构,以便带来双重优势:一方面,能够通过

并行学习食品及其成分的特征来高效提取关键信

息;另一方面,该模型能同时输出食品和成分的识别

结果,为逻辑推理过程提供必要的前提条件。
　 　 在多任务感知模型( MTPM)中,研究用到的公
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式具体如下:
 

fx = Embedding(x) (1)
　 　 利用嵌入层从输入图像 x 中提取共享特征 fx。
该过程实现了从图像空间到共享特征空间的转换,
为后续任务提供统一的特征表示。 本研究中的嵌入

层采用预训练的 Swin-Transformer
 

v2 模型,通过层

次化的特征转换机制,有效地捕获了图像的通用视

觉特征。
在模型的前向传播阶段,用如下公式进行定义:

      

f̂xfood
,f̂xfood

= Δ(Decoderfood( fx),Decodering( fx)) (2)
　 　 共享特征被分别传递至 2 个任务特定的解码器

Decoderfood 和 Decodering。 此处,代表了本文采用的

特征融合策略,旨在整合各任务的特征表征。 通过

这种融合机制,得到了针对每个任务优化的特征嵌

入 f̂xfood
和 f̂xing

。
在此基础上,进一步推得:

logitsfood =HEADfood( f̂xfood
) (3)

logitsing =HEADing( f̂xing
) (4)

　 　 其中,HEADfood 和 HEADing 分别表示任务特定

的输出头,通过接受经过优化的特征嵌入 f̂xfood
和 f̂xing

作为输入,分别生成食品和成分识别的预测结果

logitsfood 和 logitsing。
模型在反向传播过程中,采用融合的损失函数

来统一更新梯度,增强了不同任务间的学习协同效

应。 总损失函数定义如下:

Ltotal = ∑
T

t = 1
αtLt (5)

　 　 其中, T 表示任务总数; Lt 表示第 t 个任务的损

失函数; αt 表示对应的任务权重,确保模型在多任

务学习中平衡各个任务的重要性。
2. 2　 推理模型

在 AFIRE 中,使用了知识图谱推理[27] 来实现

反绎的过程。 具体过程包含知识图谱构建和推理方

法实现两部分。
2. 2. 1　 构建知识图谱 FIKG

世界上的大多数食品都是根据现有食谱准备

的。 尽管一些食品可能略微偏离标准食谱,但通常

不会有明显的差异。 最近,几个高质量的数据集,如
Vireo

 

Food-172[6] 和 Ingredient-101[9] ,已经被标记

了食品类别和其中使用的食材。 研究中可以使用标

记数据为基础,构建与每个数据集相对应的知识图

谱。 AFIRE 将使用标记食品数据集作为构建 FIKG

的数据基础。
所描述的知识图谱,可以表示为:

FIKG
 

G = (V,E,X) (6)
　 　 其中,包含 2 种不同类型的节点,即 Nodefood ⊂
V 和 Nodeing ⊂ V, 以及表示食品实体与食材实体之

间关联的边 E。 图中的每条边都附带一个频率属

性 X, 该属性捕获了相应成分与对应食品结合使用

的概率。 值得注意的是,由于烹饪过程中的变化,某
些食谱中列出的食材可能不会出现在最终菜品中。
因此,并不是菜谱中所有的食材都会出现在所构建

的知识图谱中。
2. 2. 2　 基于静态知识图谱推理的 PLR 方法

知识图谱推理通过利用知识来修改感知模型的

预测标签,以最大化其与给定知识库的一致性。 在

食品识别任务的背景下,Top-5 的识别精度通常处

于较高水平。 因此,研究提出一种新颖的方法。 该

方法结合预测的食材结果和知识推理,从 Top-5 结

果中识别出与知识库最高一致性的食品和食材结

果。 这是通过引入 PLR 方法实现的。
在本文中,研究使用变量来跟踪感知模型的食

品和成分精度。 最初,在感知模型中计算 FIP,表示

为 FIP food ⊂ Cfood 和 FIP ing ⊂ Cing, 其中 C food 表示食

品类别的总数, C ing 表示成分类别的总数。
食材 Nodeing[ j] 被用于菜品 Nodefood[ i] 的概率

表示为 P ij, 根据 FIKG 被菜品 i 使用的食材集合表

示为 Ji = {∃i → j,
 

i ∈Nodefood,
 

j ∈Nodeing}。
在 PLR 过程中,为 Top-5 预测结果中的每个菜

品候选项计算排名分数。 对此可以表示为:
Scores[ i] =FIP food[ i]·Softmax(logitsfood)[ i] +

β·∑
j∈Ji

j
(FIP ing[ j]·Sigmoid(logitsing)[ j]·P ij) (7)

排名分数综合考虑了感知模型预测的食品及其

相关成分的置信度,以及知识图谱中的成分-食品

关联性。
具体来说, Scores[i] 汇总了菜品识别精度

(FIP food[i])、 菜品预测概率 (Softmax(logitsfood)[i])、
食 材 识 别 精 度 (FIP ing[j])、 食 材 预 测 概 率

(Sigmoid(logitsing)[j]), 以及基于知识图谱知识,食材

j 与菜品 i 关联的先验概率 Pij。 超参数 β 控制了与食

材相关项的影响权重。 研究中通过结果分数对 Top-5
候选者进行排名,PLR 能够纠正预测结果。 其数学模

型如下:
y- food = Argmax(Scores) (8)
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y- ing =J y- food
(9)

　 　 其中, y- food 和 y- ing 表示通过 PLR 修改后的标签。

算法 1 展示了 AFIRE 的工作流程,其中 y- 是经

过 PLR 修正后的标签, y- 会作为目标标签,与输入 x
一起用于更新 MTPM。

算法 1　 AFIRE
输入　 未标注数据集 D, 标注数据集 D′, 在标

注数据上训练好的感知模型 MTPM,食品和食材知

识图谱 FIKG,迭代次数 E, 推理方法 PLR,
 

食品和

食材精度 IP,
 

更新 FIP 间隔的迭代数 Z
输出　 更新后的感知模型 MTPM
for

 

e = 1
 

to
 

E
 

do
　 STEPS = 0
　 reset

 

FIP
　 for

 

x
 

in
 

D
 

do
　 　 if

 

STEPS% Z == 0
 

do
　 　 　 updateFIP
　 　 logits = MTPM (x)
　 　 y- = PLR(logits,FIKG)
　 　 update

 

MTPM
 

via (x,y-)
　 　 STEPS++
　 endfor
endfor
return

 

MTPM

3　 实验

3. 1　 数据集

实验中,使用的数据集详情如下。
(1)ETH

 

Food-101[8]
 

。 是一个典型的西式食品

数据集,包含来自 101 个食品类别的 101
 

000 张图

像。 每个类别有 1
 

000 张图像,包括 750 张训练图

像和 250 张测试图像。
(2)Ingredient-101[9]

 

。 包括 ETH
 

Food-101 数

据集中包含的 101 个食品类别的最常见成分列表,
共有 446 种独特成分(每个食谱平均 9 种)。 该数

据集被划分为训练集、验证集和测试集,以确保 101
种食品类型平衡。

(3)Vireo
 

Food-172[6]
 

。 是一个大规模的中国菜

食品数据集,包含 172 个食品类别。 由 110
 

241 张图

像组成,每个类别平均有 640 张图像。 这些图像来

自互联网和专业摄影师,并且标记有食品类别和成

分信息。 该数据集包括 353 种独特的成分,由专业

人士标注。

3. 2　 实验设置

实验设置中,将每个数据集划分为 3 个子集:训
练集、验证集和测试集。 对于训练集,进一步将其分

成 2 部分,使用 3 个预定义的比例。 一个是标记数

据子集,另一个是未标记数据子集。 标记数据子集

首先用于感知模型的预训练,预训练完成后,会和未

标记数据子集一起用于 AFIRE 方法中进行训练。
具体的数据分割方案见表 1。

表 1　 数据集划分

Table
 

1　 Datasets
 

setting %

实验方法
训练集

标注数据 未标注数据
验证集 测试集

D1 54 6 10 30

D2 48 12 10 30

D3 42 18 10 30

　 　 为了评估食品识别的性能,采用了 Top-1 准确

率和 Top-5 准确率作为主要评价指标。 对于食材

识别性能的评估,则使用宏观 F1 分数来评估每个成

分类别的平均性能,以及微观 F1 分数来评估所有样

本的整体性能。
多任务感知模型( MTPM)的实现过程中,为了

保持开发简洁性,研究中基于开源的 LibMTL[28] 框

架进行编码,并进一步开发了 MTPM 所需的模块。
MTPM 的每个任务的损失函数不同。 对于食品识别

任务,将其视为多类分类问题,并使用交叉熵损失函

数。 对于成分识别任务,将其视为多标签问题,使用

二值交叉熵损失作为损失函数。 通过固定权重简单

地融合了 2 个损失函数,每个任务的损失函数权重

设置为
1
2

,其中 2 表示任务数量。

推理模型中,将 β 值设置为 0. 4,这表示推理结

果最终的得分中,食材所占的权重为 0. 4。
3. 3　 结果分析

ETH
 

Food-101 和 Ingredient-101 数据集的实验

结果见表 2,Vireo
 

Food-172 数据集的实验结果见表

3。 在表 2 和表 3 中, R label 指的是在 Di 的标记数据

上训练的多任务感知模型, Rafire 指的是使用 AFIRE
在 Di 的标记数据和未标记数据上训练的多任务感

知模型。 整体上来看, Rafire 对比 R label 都有了明显的

提升,这表明在标注数据大小一致的情况下,AFIRE
可以有效地利用无标注数据提升感知模型的性能。
　 　 此外,由表 2 中结果可以发现,AFIRE 方法对于

食材识别性能的提升远超过对食品识别的影响。 究

其原因就在于,相比于食材,食品识别的性能本身就
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相对更优,因此在食品识别方面的提升空间相对较

小。
表 2　 ETH

 

Food-101 和 Ingredient-101 数据集的实验结果

Table
 

2　 Experimental
 

results
 

on
 

the
 

ETH
 

Food-101
 

and
 

Ingredient-
101

 

datasets

实验方法

食品识别

Top-1
准确率 / %

Top-5
准确率 / %

成分识别

微观 F1
分数

宏观 F1
分数

D1 Rlabel 88. 98 96. 21 87. 16 86. 68

Rafire 89. 03 - 88. 87 88. 36

D2 Rlabel 88. 24 96. 18 86. 67 84. 60

Rafire 88. 26 - 88. 21 86. 33

D3 Rlabel 87. 45 95. 62 85. 47 84. 19

Rafire 87. 66 - 87. 74 85. 17

表 3　 Vireo
 

Food-172 数据集的实验结果

Table
 

3　 Experimental
 

results
 

on
 

the
 

Vireo
 

Food-172
 

dataset

实验方法

食品识别

Top-1
准确率 / %

Top-5
准确率 / %

成分识别

微观 F1
分数

宏观 F1
分数

D1 Rlabel 84. 93 96. 59 80. 14 54. 94

Rafire 86. 13 - 82. 99 56. 04

D2 Rlabel 83. 27 95. 52 78. 54 53. 24

Rafire 84. 53 - 79. 17 53. 50

D3 Rlabel 82. 75 94. 96 77. 13 51. 99

Rafire 83. 15 - 78. 12 51. 59

　 　 表 3 展示了 Vireo
 

Food - 172 数据集在使用

AFIRE 后,食材识别的整体性能有了显著提升。 然

而,针对 D3 数据集的宏观 F1 分数却低于未使用

AFIRE 的情况。 这一现象可能源于 Vireo
 

Food-172
数据集中食材样本的分布不均[29] ,特别是某些食材

样本量极少。 这种不均衡分布导致这些少数样本的

识别性能在计算宏观 F1 分数时具有较大的权重,
进而影响了整个系统的综合表现。 这一发现强调了

在处理具有不均衡样本分布的数据集时,需要采用

更细致的方法来优化模型的性能,确保即便在样本

稀缺的情况下也能保持较高的识别准确率。

4　 结束语

本文提出一种基于反绎学习的食品图像识别方

法 AFIRE,该方法为食品图像识别领域提供了一种

新的解决方案。 首次将反绎学习应用于食品和食材

识别领域,并提出使用多任务模型作为反绎学习的

感知模型,同时识别食品和食材,生成适合推理的结

果。 本文在 3 个流行的食品数据集上进行了对比实

验:2 个西方食品数据集 ( ETH
 

Food - 101[8] 和

Ingredient-101[9] ),以及 1 个中国食品数据集 Vireo
 

Food-172[6] 。 研究结果表明,本文所提的方法在所

有 3 个数据集上都不同程度地降低了感知模型性能

对标注数据的依赖。 研究中利用外部知识来弥补感

知模型的不足,降低了感知模型对大量标注数据的

依赖,为未来的研究和应用开辟了新的可能性。
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