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摘　 要:
 

本文提出一种基于卷积循环神经网络(Convolutional
 

Recurrent
 

Neural
 

Network,
 

CRNN)的满文识别方法,在识别任务

上表现稳定。 为了使模型更快收敛,并且进一步提高识别准确率,将权重初始化方法更换为针对 ReLU 激活函数的 Kaiming
 

normal,并且对网络中卷积层结构进行修改,改进后的网络对本文制作的满文字元数据集的识别率从 99. 7%提高到 99. 76%,
对满文单词数据集的识别率从 99. 15%提高到 99. 61%,对满文字元和单词复合数据集的识别率从 99. 39%提高到 99. 68%。
此外,实验结果表明在提高识别率的同时训练速率也有明显提升。
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Abstract:
 

This
 

paper
 

proposes
 

a
 

Manchu
 

recognition
 

method
 

based
 

on
 

Convolutional
 

Recurrent
 

Neural
 

Network(CRNN),
 

which
 

performs
 

stably
 

on
 

the
 

recognition
 

task.
 

In
 

order
 

to
 

make
 

the
 

model
 

converge
 

faster
 

and
 

further
 

improve
 

the
 

recognition
 

accuracy,
 

the
 

weight
 

initialization
 

method
 

is
 

changed
 

to
 

Kaiming
 

normal
  

for
 

ReLU
 

activation
 

function.
 

The
 

recognition
 

rate
 

of
 

the
 

improved
 

network
 

for
 

the
 

Manchu
 

character
 

dataset
 

made
 

in
 

this
 

paper
 

is
 

increased
 

from
 

99. 7%
 

to
 

99. 76%,
 

from
 

99. 15%
 

to
 

99. 61%
 

for
 

the
 

Manchu
 

word
 

data
 

set,
 

and
 

from
 

99. 39%
 

to
 

99. 68%
 

for
 

the
 

full
 

text
 

and
 

word
 

composite
 

data
 

set.
 

In
 

addition,
 

the
 

experimental
 

results
 

show
 

that
 

the
 

training
 

rate
 

is
 

also
 

significantly
 

improved
 

while
 

the
 

recognition
 

rate
 

is
 

improved.
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0　 引　 言

在历史的长河中,形成了大量的满文古籍文献,
具有重要的历史文化价值。 由于年久日深,满文材

料已经遭到了不同程度上的损坏,因此需要将这些

资料转化为方便大家学习查阅的电子版进行保存。
然而,目前认识和了解满文的人越来越少,急需对满

文的识别进行研究。

1　 相关研究

1. 1　 满文基础知识

满文是一种拼音文字,由元音和辅音组成。 满

文共有 12 字头,每组字头约有 100 余字,满文单词

由 12 个字头拼接变形而成。 满文的书写特征是从

上到下沿着一条直线竖排书写,成文规则是从左到

右竖写。 满文字元在满文单词中的不同位置书写规

则不同,分别是独立体、词首型、词中型、词尾型,以
字母 a 为例,如图 1 所示。

独立体 词首形 词中形 词尾形

图 1　 字母 a 在满文单词中不同位置的写法

Fig.
 

1　 Different
 

positions
 

of
 

the
 

letter
 

a
 

in
 

Manchu
 

words

1. 2　 CRNN
CRNN 主要用于端对端识别长度不固定的文本

序列,应用该网络模型时,无需提前对文字图像进行

逐字切割[1] ,CRNN 由特征提取、序列分析和序列解

码 3 个部分。 该卷积循环神经网络使用的是双向长



短期 记 忆 网 络 ( Bidirectional
 

Long - Short
 

Term
 

Memory,
 

BiLSTM[2] )和卷积神经网络( Convolutional
 

Neural
 

Network,
 

CNN)对文字图像上的文字进行特

征提取。
CRNN 的结构如图 2 所示,该模型可实现较长

的文本序列识别。

图 2　 CRNN 结构图

Fig.
 

2　 CRNN
 

structure
 

diagram

1. 2. 1　 CNN
在 CRNN 中使用深度 CNN,对输入的图像提取

较像特征并转化为特征图,该特征图作为下一步骤

循环层的输入,根据循环神经网络(Recurrent
 

Neural
 

Netwok,
 

RNN)接入数据信息的需要,经过调整得到

特征 向 量 序 列。 该 调 整 过 程 称 为 Map - to -
Sequence,如图 3 所示。

H=32
W=160
C=1

H=1
W=40
C=512

In_size=C=512
Time_step=W=40

图 3　 Map-to-Sequence 过程图

Fig.
 

3　 Map-to-Sequence
 

process
 

diagram

　 　 为了使提取的特征图尺寸相同,因此先要在输

入图像时将图像尺寸调整到固定大小,在满文字元

或单词图像进入 CRNN 网络模型训练之前需要做

归一化处理[3] 。 由于卷积神经网络中卷积层和最

大池化层的存在,使其具有平移不变性的特点,如图

4 所示。

图 4　 特征向量对应感受野图示

Fig.
 

4　 Feature
 

vectors
 

correspond
 

to
 

receptive
 

fields

　 　 其中每个特征向量的维度就是该特征图的通道

数。 在提取特征信息的同时对于已经成功提取的特

征信息进行整合,最终以特征向量的形式输出,
CRNN 网络会将输出的特征向量转换成特征序列输

送到循环层以便于后续网络模型进行标签预测。
1. 2. 2　

 

RNN
循环神经网络(RNN)虽然可以克服训练数据是

连续且长短不一的序列时的训练问题,但到真正满文

识别实验中,RNN 经常在训练方面存在诸多问题。
由于 RNN 在多层网络中训练长序列时存在梯度消失

和梯度爆炸问题,所以 CRNN 中使用的是长短期记忆

网络,LSTM 的基本单元结构如图 5 所示,其是由一个

单元模块、输入门、输出门和遗忘门组成。
ht

ct-1 ct

图 5　 LSTM 基本单元结构

Fig.
 

5　 Basic
 

unit
 

structure
 

of
 

LSTM

　 　 循环层由一个双向 LSTM 循环神经网络构成,
预测特征序列中每一个特征向量的标签分布,其将

卷积层得到的特征序列 x = [x1,x2,…,xT] 中的每

一个分量 xi 映射生成一个标签分布 yi。 采用循环

层有以下几点好处:第一,循环层可以提取上下文信

息。 第二,经过循环层得到的误差在反向传播时可

以传回卷积层。 第三,也是最重要的一点,RNN 可

以处理长短不一的序列,而这是卷积层所不具备的。
所以这里使用 LSTM 网络模型来代替传统的 RNN,
LSTM 是 RNN 的一种变体,也称长短时记忆结构,
通过门机制(包括遗忘门、输入门和输出门)将短时
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记忆和长时记忆结合到一起[4-5] ,在一定程度上解

决了这问题。 深度双向 LSTM 结构如图 6 所示。
y1 yT

xTx1
图 6　 深度双向 LSTM 结构

Fig.
  

6　 Depth
 

bidirectional
 

LSTM
 

structure

1. 2. 3　 CTC
循环层完成了对序列标签的预测工作,并向转

录层传递,得到最终的识别结果。 该过程用到的方

法是连接时序分类 CTC 算法[6] 。 假设输入的满文

单词序列长度为 T, 每个样本点 t(T > t) 在循环层

的最后一层都会输出一个 Softmax 向量,表示该样

本点的预测概率,所有样本点的这些概率传输给

CTC 模型后,经过对数据处理,就可以得到最终的满

文单词序列标签。

2　 方法设计

2. 1　 实验方法

本文实验使用的 CRNN 网络包括特征提取、序
列分析和序列解码 3 个模块,使用的是双向长短期

记忆网络(BiLSTM)和卷积神网络( CNN)对文字图

像上的文字进行特征提取,之所以使用双向长短期

记忆网络是因为 LSTM 是单向结构,无法兼顾上下

文信息,其内部结构如图 7 所示。
　 　 在对文字图片进行识别时将两个 LSTM 分别沿

正向、反向拼接形成BiLSTM,可以根据后面的信息

预测出更准确的序列。 最后引入语音识别领域的

CTC(Connectionist
 

Temporal
 

Classification) [7] 到图像

处理序列长度不固定对齐问题,在 RNN 循环层获得

到的预测标签通过 CTC 转录层形成最终的识别

结果。

Xt

Ht-1

Ft Lt Ct

Ot~
Ht

CtCt-1

σ

σ

图 7　 LSTM 单元结构

Fig.
 

7　 LSTM
 

cell
 

structure

2. 2　 实验改进

2. 2. 1　 权重初始化方法优化

CRNN 对输入图片的推理过程如图 8 所示。 为

了提高 CRNN 网络的性能,得到更高的准确率,本
文采用更适配的权重初始化方法对网络进行改进,
形成本文的 KM_CRNN。

归一化

图 8　 CRNN 识别图片信息过程

Fig.
  

8　 Process
 

of
 

CRNN
 

identifying
 

picture
 

information

　 　 为加快模型收敛速度,并进一步提升训练后的

模型的性能,本文引入一种新的权重初始化方法

Kaiming
 

normal[8] ,其作用顺序如图 9 所示。

LU K

图 9　 Kaiming
 

normal 作用顺序图

Fig.
 

9　 Sequence
 

diagram
 

of
 

Kaiming
 

normal
 

action

　 　 Kaiming
 

normal 初始化方法是由 He
 

Kaiming 团

队提出,该方法通过均值为 0 和标准偏差为 stddev =
sqrt(1 / fna_in)的截断正态分布中抽取权重值来初始

化神经网络权重。
Kaiming

 

normal 的初始化公式为:
mathcal{N}(0, \sqrt{ \ frac{2}{(1 +a2)n_l}}))

(1)

　 　 其中, n_l 表示第 l 层的神经元数量,a 表示

ReLU 激活函数的斜率,通常取值 0。
从第一层一直往前进行前向传播,

 

可以得到某

层的方差:

Var(yi) = Var(y1)(∏
L

i = 0

1
2
niVar(w i)) (2)

　 　 这里的 x1 就是输入的样本,将其归一化处理,
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所以 Var(x1) = 1, 现在让每层输出方差等于 1,即:
 

1
2
niVar(w i) = 1 且 Var(w i) = 2

ni
, 基于此,正向传播

时,Kaiming 初始化的权重分布为:
 

均匀分布: W ~ U[ -
　 6

ni
,

　 6
ni

]

高斯分布: W ~ N[0, 2
ni

]

因为反向传播时 Δxi =ŵ iΔyi, 其中 Δ 表示损失

函数并对其求导 ŵ i 为参数,可以得到公式:

　 Var(Δxi) = n̂Var(ŵlΔyi) = n̂[Var(ŵ)Var(Δyi) +

Var(ŵl)(EΔyi)2 + Var(Δyi)(Eŵi)2] =

n̂Var(ŵl)Var(Δyi) =
1
2
n̂Var(ŵl)Var(Δxi+1) (3)

　 　 其中 n̂ 表示反向传播时输出通道数,最后得到

1
2
ni
^ Var(w l) = 1 即Var(w l) =

2

nl
^

。 因此反向传播时,

Kaiming 初始化的权重分布为:

均匀分布: W ~ U[ -
　 6

ni
,

　 6
ni

]

高斯分布: W ~ N[0, 2
ni

]

该方法考虑了 ReLU 对输出数据分布的影响,
使得输入和输出数据方差一致,通过该方法随机初

始化神经网络的权重,来提高神经网络的训练效果。
在神经网络中,初始化权重是必不可少的一步,初始

化权重的作用是为了给每个神经元不同的权重,使
不同神经元彼此之间不会过度依赖,可以保证神经

网络的可靠性和鲁棒性,本文所用方法显著提升了

网络模型的收敛速度,在缩短网络运行时间的同时

提升了识别的准确率。
2. 2. 2　 网络结构优化

CRNN 的网络结构如图 10 所示。 从图中可以

看出,CRNN 网络卷积层中使用了 4 次最大值池化

操作,前两次的池化层的窗口尺寸为 2×2,后两个池

化层的窗口尺寸为 1×2,也就是图片的高度进行了

4 次减半调整,而宽度只进行了前两次池化发生的

两次减半调整。
　 　 由于卷积层输入的满文字元图片尺寸较小,包
含的像素特征信息较少,经过上述的网络卷积池化

操作之后,极有可能造成图片的特征信息在深层网

络中丢失。 因此本文实验中对 CRNN 网络卷积层

结构进行优化,减少池化层和卷积层,并且使用一个

5∗5 卷积代替两个 3∗3 卷积,形成了本文的 SOKM_
CRNN。 结构优化后的网络结构如图 11 所示。

?
?

?

?
?
?
?
?
?
?
?

图 10　 CRNN 网络结构图

Fig.
 

10　 CRNN
 

network
 

structure
 

diagram

?
?
?
?
?
?

?

图 11　 优化后的网络结构

Fig.
  

11　 Network
 

structure
 

after
 

optimization

　 　 通过减少参数数量,可以降低计算复杂度,并且

可以有效防止网络模型训练过程中出现过拟合的情

况,有效地提升了识别效果。

3　 实验结果分析

3. 1　 评估指标

本文将从相同字元情况下,不同识别方法对于

满文字元和满文单词的识别准确率,以及训练耗费

时长作为评估指标。
3. 2　 数据集及实验参数设置

　 　 本文的满文字元训练参数见表 1。 根据数据集

的划分, 本文的满文识别部分共设置 5
 

000 个

Epoch,Batch
 

Size 为 64,初始学习率为 0. 01。
表 1　 满文识别训练参数

Table
 

1　 Manchu
 

recognition
 

training
 

parameters

参数名称 参数

学习率 0. 01
Epoch 5

 

000
Batch

 

Size 64
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3. 3　 对比实验及实验结果分析

本文分别采用 VGG16、CRNN、将权重初始化方

法更换为 Kaiming
 

normal,在使用 Kaiming
 

normal 的
基础上优化网络结构 4 种方法进行训练,模型识别

结果见表 2。 改进识别网络之后,满文字元的识别

准确率 达 到 99. 27%, 满 文 单 词 的 识 别 率 达 到

99. 58%,整个数据集的识别率达到 99. 44%,在提高

识别率的同时也提高了训练速率,在训练满文单词

数据集时每训练一轮较改进之前减少 0. 01
 

s,在训

练满文字元数据集时每训练一轮较改进之前减少

3. 65
 

s,在训练满文复合数据集时每训练一轮较改

进之前减少 0. 18
 

s。
表 2　 改进算法的实验结果

Table
 

2　 Experimental
 

results
 

of
 

the
 

improved
 

algorithm

识别方法 是否有满文字元 是否有满文单词 准确率 / % 运行耗时 / (
 

s·Epoch-1 )
VGG16 √ × 67. 30 83. 75

× √ 1. 10 5. 60
 

√ √ 60 89
CRNN √ × 99. 70 8. 52

× √ 99. 15 1. 67
√ √ 99. 39 7. 29

KM_CRNN √ × 99. 27 4. 87
× √ 99. 58 1. 66
√ √ 99. 44 7. 11

SOKM_CRNN √ × 99. 76 3. 60
 

× √ 99. 61 1. 46
√ √ 99. 68 4. 87

　 　 1)VGG16
2014 年 牛 津 大 学 Karen

 

Simonyan 和 Andrew
 

Zisserman 提出 VGG 卷积神经网络[9] ,VGG16 由 13 个

卷积层和3 个全连接层构成,结构示意图如图12 所示。

? ?

? ?

? ?

? ?
? ? ? ? ? ? ?? ??

S

图 12　 VGG16 网络结构图

Fig.
 

12　 VGG16
 

network
 

structure
 

diagram

　 　 通过训练可知,准确率在 13 个 Epoch 后达到饱

和。 图 13 是训练到 Epoch = 12 时训练数据集的准

确率。 从图中可以得到在字元训练集的准确率达到

67. 3%,既包含字元又包含单词的复合数据集准确

率达到 60. 0%。 由于 VGG16 是一个通用的图像分

类模型,其在处理各种不同类型的图像上表现良好,
但对于字符串识别这种特定任务,需要更适配的模

型结构和训练策略,因此单词训练集的准确率仅达

到 1. 1%左右。
　 　 2)CRNN

本文测试了 CRNN 对满文字元、单词、单词+字
元数据集的识别能力,根据实验结果得到关于损失

值的结果图,如图 14 所示。 从该图中可以看出在

Epoch = 4
 

800 之后,数据集的损失值降到 0 左右。
100

80

60

40

20

0 0 2 4 6 8 10 12
Epoch

A
cc
/%

DanCi
ZiYuan
FuHe

图 13　 VGG 在不同满文数据集的识别准确率

Fig.
 

13 　 Recognition
 

accuracy
 

of
 

VGG
 

in
 

different
 

Manchu
 

data
 

sets
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图 14　 CRNN 在复合数据集上训练时的损失值

Fig.
 

14　 Loss
 

value
 

of
 

CRNN
 

when
 

training
 

on
 

a
 

composite
 

data
 

set

　 　 观察对数据集中各类数据的识别情况,可以大

概分为以下几类:
如图 15 所示,该图是利用 CRNN 训练好的模型

进行字元识别的结果,经统计,最终对整个字元数据

集识别的准确率达到 99. 7%。

图 15　 CRNN 识别满文字元结果

Fig.
 

15　 CRNN
 

recognition
 

result
 

of
 

full
 

text

　 　 如图 16、图 17 所示,分别是利用 CRNN 训练好

的模型进行满文单词识别的正确结果和错误结果。
左侧是图像,右图是检测结果。 从图中可以看出,当
满文单词的笔画之间分隔清晰时,可以得到很好的

识别效果,但是当笔画复杂、笔画之间粘连严重或者

字元之间极其相似时,就会有识别出错的情况。

图 16　 CRNN 识别满文单词正确结果

Fig.
 

16　 CRNN
 

recognition
 

of
 

Manchu
 

words
 

correct
 

results

图 17　 CRNN 识别满文单词错误结果

Fig.
 

17　 Error
 

results
 

of
 

CRNN
 

recognition
 

of
 

Manchu
 

words

　 　 经过对识别结果的统计,主要错误集中在把字

元 d 做词首错认为字元 m 做词首的情况以及把字

元 c 做词首错认为字元 z 做词首的情况。 最终对整

个满文单词数据集识别的准确率达到 99. 15%。 而

对将字元和单词图像综合在一起并且新添加部分待

识别图片之后得到的数据集进行测试时,得到识别

的准确率达到 99. 39%。
　 　 3)KM_CRNN

在上文测试了 CRNN 对满文字元、单词、单词+

字元数据集的识别能力的基础上,测试了改进的

CRNN———KM_CRNN 的识别能力,综合二者在各个

数据集上的识别结果得到识别准确率的结果对比图,
如图 18 所示。 改进之后的网络在训练到 Epoch =
5

 

000 时,识别字元的准确率为 99. 27%,识别单词

的准确率达到 99. 58%,识别单词加字元复合数据

集的准确率达到 99. 44%。
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图 18　 CRNN 和 KM_CRNN 在不同数据集上识别的准确率结果对

比图

Fig.
  

18　 Comparison
 

of
 

recognition
 

accuracy
 

results
 

of
 

CRNN
 

and
 

KM_CRNN
 

on
 

different
 

data
 

sets

　 　 如图 19 所示,分别是对满文字元 a 做词首、词
中、词尾时识别情况,经统计,最终对整个字元数据

集识别的准确率达到 99. 27%。

图 19　 KM_CRNN 识别满文字元结果

Fig.
 

19　 KM
 

CRNN
 

recognition
 

result
 

of
 

full
 

text

　 　 如图 20、21 所示,是利用 KM_CRNN 训练好的

模型进行满文单词识别的结果。 上文利用 CRNN
识别单词 DZUSI 错误的结果,在 KM_CRNN 方法的

识别下,会得到正确的结果,进一步提高了识别的准

确率。 对整个单词数据集的识别准确率从 99. 15%
提高到 99. 58%。

图 20　 KM_CRNN 识别满文单词正确结果

Fig.
 

20　 Correct
 

result
 

of
 

KM
 

CRNN
 

recognition
 

of
 

Manchu
 

words

图 21　 KM_CRNN 识别满文单词改正结果

Fig.
 

21　 Correction
 

results
 

of
 

KM
 

CRNN
 

recognition
 

of
 

Manchu
 

words
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　 　 4)SOKM_CRNN
从图 18 中可以看出 KM_CRNN 在识别准确率

方面表现优于 CRNN,在以上网络结果基础上,综合

分析 CRNN、KM_CRNN 和 SOKM_CRNN 三者网络

识别结果,得到了以下识别准确率对比图。 如图 22
~图 24 所示,从图中可以看出,SOKM_CRNN 网络

的识别准确率表现最为亮眼。
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图 22　 CRNN、KM_CRNN 和 SOKM_CRNN 识别满文单词准确率

对比

Fig.
  

22　 Comparison
 

of
 

the
 

accuracy
 

of
 

CRNN,
 

KM_CRNN
 

and
 

SOKM_CRNN
 

in
 

recognizing
 

Manchu
 

words
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图 23　 CRNN、KM_CRNN 和 SOKM_CRNN 识别满文字元准确率

对比

Fig.
  

23　 Comparison
 

of
 

the
 

accuracy
 

of
 

CRNN,
 

KM_CRNN
 

and
 

SOKM_CRNN
 

for
 

identifying
 

Manchu
 

character
 

elements
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图 24　 CRNN、KM_CRNN 和 SOKM_CRNN 识别满文单词+字元

复合数据集准确率对比

Fig.
 

24 　 Comparison
 

of
 

accuracy
 

of
 

CRNN,
 

KM _ CRNN
 

and
 

SOKM _ CRNN
 

in
 

recognition
 

of
 

Manchu
 

word
 

+
 

character
 

complex
 

dataset

　 　 经过对识别结果的统计,发现对于满文字元 g

在满文单词 BOIHOLONGGOLO 中时,CRNN 和 KM_
CRNN 均会对该字元识别错误,识别成 k,而 SOKM_
CRNN 可以对该错误进行更改。 如图 25 所示是

SOKM_CRNN 的识别结果。

图 25　 SOKM_CRNN 识别满文字元的改进结果

Fig.
 

25 　 Improved
 

results
 

of
 

SOKM _ CRNN
 

for
 

recognizing
 

Manchu
 

character
 

elements

　 　 在对满文单词识别结果进行统计发现对于满文

单词 TSU 的识别结果在使用 CRNN 和 KM_CRNN
时均会发生识别错误,利用 CRNN 识别的结果是

MZU,而利用 KM _ CRNN 识别的结果为 MU, 而

SOKM_CRNN 可以对该错误进行更改,识别为对的

结果。 如图 26 所示是 SOKM_CRNN 的识别结果。

图 26　 SOKM_CRNN 识别满文单词改进结果

Fig.
 

26　 Improved
 

results
 

of
 

SOKM_CRNN
 

recognition
 

of
 

Manchu
 

words

　 　 如图 27 所示,该图展示了 CRNN、KM_CRNN 和

SOKM_CRNN 分别在复合数据集进行训练耗时情

况,从图中可以看出,本文最后改进的 SOKM_CRNN
模型

 

训练时长
 

显著降低,通过对实验结果统计,平
均每训练 100 轮耗费时长减少 242
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图 27　 CRNN 和 KM_CRNN 训练时耗费时间

Fig.
 

27　 Time
 

spent
 

on
 

training
 

CRNN
 

and
 

KM
 

CRNN

4　 结束语

本文的识别方法是先将满文单词切分成要识别

的字元序列,再将该序列放到 CRNN 中的卷积层来

提取特征,再到循环层更好地来处理序列信息,在循

环层中使用双向 LSTM,提高了准确率,最后将信息

输入到转录层将前面通过 CNN 层和 RNN 层得到的

预测序列转换成标记序列,得到最终的识别结果。
本文提出的相较于传统的 CRNN 识别网络 KM _
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CRNN 识别网络在满文单词识别任务中节省了大量

的网络模型训练时间,同时模型对于满文单词识别

的准确率有了明显的提升。
在下一步的研究工作中,将考虑引入 Attention

注意力机制模块,进一步提高识别的准确率,以获取

更优的实验结果。
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