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摘　 要:
 

左心室超声心动图像分割在心脏疾病的诊断和治疗中有着重要的作用,但是,由于左心室超声心动图像具有复杂的

结构和多样的特征,其自动分割仍然是一项具有挑战性的任务。 为了提高分割的精度和准确性,本文提出了一种改进 ResU-
Net 的左心室超声心动图像自动分割算法。 该算法以 ResUNet 为基本结构,并从 3 个方面优化增强性能———加入 Inception 模

块,提取多尺度和多层次的特征,提升网络对不同尺度信息的感知能力;引入注意力机制,动态地调整特征的权重,聚焦图像

中重要的区域和结构;采用 LeakyReLU 激活函数强化网络的非线性建模能力,进一步提升分割的精度和鲁棒性。 为验证算法

的有效性,本文在上海市儿童医院采集到的数据集上进行实验,并与 U-Net 和 ResUNet 模型进行了比较。 结果显示,改进 Re-
sUNet 的 Dice 系数为 92. 38%、准确率为 98. 73%,相较传统 U-net,和 ResUNet 算法结果相比,在 Dice 系数上分别提高了

5. 03%和 1. 71%,在准确率上分别提高了 1. 37%和 0. 91%。 这一研究为左心室超声心动图像的自动分割提供了一种有效的解

决方案,具有临床应用前景。
关键词:

 

超声心动图;
 

左心室图像分割;
 

ResUNet;
 

注意力机制;
 

Inception 模块;
 

LeakyReLU
中图分类号:

 

TP391. 41;R540. 45 文献标志码:
 

A 文章编号:
 

2095-2163(2025)12-0062-07

Improved
 

ResUNet
 

for
 

automatic
 

segmentation
 

of
 

left
 

ventricle
 

in
 

echocardiographic
 

images
HENG

 

Hankai1 ,
 

YAN
 

Jiayong2 ,
 

XIE
 

Lijian3

(1
 

School
 

of
 

Health
 

Science
 

and
 

Engineering,
 

University
 

of
 

Shanghai
 

for
 

Science
 

and
 

Technology,
 

Shanghai
 

200093,
 

China;
 

2
 

School
 

of
 

Medical
 

Instrument,Shanghai
 

University
 

of
 

Medicine
 

&
 

Health
 

Science,
 

Shanghai
 

201318,
 

China;
 

3
 

Department
 

of
 

Pediatrics,
 

JinShan
 

Hospital
 

of
 

Fudan
 

University,
 

Shanghai
 

201508,
 

China. )

Abstract:
 

Left
 

ventricular
 

echocardiography
 

image
 

segmentation
 

plays
 

an
 

important
 

role
 

in
 

the
 

diagnosis
 

and
 

treatment
 

of
 

heart
 

diseases.
 

However,
 

due
 

to
 

the
 

complex
 

structure
 

and
 

diverse
 

features
 

of
 

left
 

ventricular
 

echocardiography
 

images,
 

automatic
 

segmentation
 

remains
 

a
 

challenging
 

task.
 

In
 

order
 

to
 

improve
 

the
 

accuracy
 

and
 

precision
 

of
 

segmentation,
 

this
 

paper
 

proposes
 

an
 

improved
 

ResUNet
 

algorithm
 

for
 

automatic
 

segmentation
 

of
 

left
 

ventricular
 

echocardiography
 

images.
 

The
 

algorithm
 

is
 

based
 

on
 

ResUNet
 

as
 

the
 

basic
 

structure
 

and
 

has
 

been
 

improved
 

in
 

three
 

aspects:
 

Addition
 

of
 

Inception
 

module
 

to
 

extract
 

multi-scale
 

and
 

multi-level
 

features,
 

enhancing
 

the
 

network 's
 

perception
 

ability
 

of
 

information
 

at
 

different
 

scales;
 

The
 

introduction
 

of
 

attention
 

mechanism
 

enables
 

the
 

network
 

to
 

dynamically
 

adjust
 

the
 

weight
 

of
 

features,
 

thereby
 

paying
 

more
 

attention
 

to
 

important
 

regions
 

and
 

structures;
 

Using
 

LeakyReLU
 

activation
 

function
 

to
 

enhance
 

the
 

nonlinear
 

modeling
 

ability
 

of
 

the
 

network,
 

further
 

improving
 

the
 

accuracy
 

and
 

robustness
 

of
 

segmentation.
 

To
 

verify
 

the
 

effectiveness
 

of
 

the
 

algorithm,
 

this
 

paper
 

conducted
 

experiments
 

on
 

a
 

dataset
 

collected
 

from
 

Shanghai
 

Children's
 

Hospital
 

and
 

compared
 

it
 

with
 

U-Net
 

and
 

ResUNet
 

models.
 

The
 

experimental
 

results
 

show
 

that
 

the
 

Dice
 

coefficient
 

and
 

accuracy
 

of
 

the
 

algorithm
 

proposed
 

in
 

this
 

paper
 

are
 

92. 38%
 

and
 

98. 73%,
 

respectively.
 

Compared
 

with
 

the
 

results
 

of
 

traditional
 

U - net
 

and
 

ResUNet
 

algorithms,
 

the
 

Dice
 

coefficient
 

has
 

been
 

improved
 

by
 

5. 03%
 

and
 

1. 71%,
 

and
 

the
 

accuracy
 

has
 

been
 

improved
 

by
 

1. 37%
 

and
 

0. 91%,
 

respectively.
 

This
 

study
 

provides
 

an
 

effective
 

solution
 

for
 

automatic
 

segmentation
 

of
 

left
 

ventricular
 

echocardiography
 

images
 

and
 

has
 

clinical
 

application
 

prospects.
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0　 引　 言

超声心动图是目前心脏疾病检查中最常用的非

侵入性成像技术,该技术通过提供清晰的灰度图像,
使医生能够准确识别心脏的解剖结构特征,从而评估

心脏的功能[1] 。 超声心动图中左心室图像准确分割

是定量计算、分析心脏功能指标的关键。 目前,超声

心动图的边界识别主要靠医生进行半自动或手动操

作,这不仅操作复杂、耗时,还具有一定的主观性。 因

此,开发一种高效且自动化的超声心动图像分割算法

对于临床应用具有重要意义。 超声心动图左心室图

像自动分割面临的主要挑战包括:1)斑点噪声的影

响;2)心脏结构的复杂性和心动周期的变化;3)不同

患者心脏形态的个体差异和分割区域的不规则性。
国内外学者已对心脏超声图像分割算法开展了

广泛的研究,主要分为传统分割方法和基于深度学

习的分割方法。 传统方法主要包括阈值分割、边缘

检测分割和水平集分割等方法。 阈值分割将心脏图

像像素灰度与预设阈值比较,以此分区像素区域。
Oakes 等[2]使用阈值方法对超声心动图左心室进行

分割。 虽然阈值方法简单快速,但需频繁调整参数

以适应不同图像质量和特征,过程繁琐且易受主观

因素影响。 边缘检测方法通过利用图像的边缘信息

来进行图像分割。 Hu 等[3] 使用基于边缘检测和区

域生长的方法对超声心动图左心室进行分割。 边缘

检测方法在边缘清晰时效果良好,但在边缘模糊时

容易产生误差。 水平集分割方法通过动态演化的曲

线或表面来捕捉图像中的对象边界。 Ngo 等[4] 使用

水平集方法对超声心动图左心室进行分割。 水平集

方法虽能精确捕捉动态边界,但计算成本高且对初

始轮廓选择敏感,在图像质量低时分割不准确。
深度学习方法主要包括卷积神经网络(Convolutional

 

Neural
 

Network,CNN) [5] 、U-Net[6] 和 ResUNet[7] 等方

法。 CNN 的出现为处理超声心动图左心室图像分割

提供了一个强大的工具。 朱锴等[8] 使用 CNN 定位左

心室 3 个关键点的位置对超声心动图左心室进行分

割。 但超声心动图通常对比度较低,会导致 CNN 方

法分割精度不稳定。 随着 U-Net 的提出,其特有的编

码器-解码器结构,使得图像中的小区域和细微结构

能被更好地识别出。 Leclerc 等[9] 使用 U-Net 进行超

声心动图左心室分割,分割效果相较于 CNN 有明显

提升;Moradi 等[10]通过连接 U-Net 解码器路径中所

有级别的特征图,使超声心动图左心室分割结果明显

提升。 由于超声心动图通常包含噪声和伪影,U-Net

对这些干扰较为敏感,往往会导致分割精度受影响。
ResUNet 是 U - Net 的一个变体,融合了残差网络

(ResNet ) [11] 的 设 计 思 想。 Amer 等[12] 通 过 在

ResUNet 的残差块中加入自适应特征重新校准的激

励单元,相较于 U-Net 对超声心动图左心室分割结果

有所提升。 尽管 ResUnet 网络在超声图像分割方面

表现出良好的应用潜力,但直接采用传统 ResUnet 网
络在分割精度上仍然无法完全满足实际临床应用的

需求。 本 文 通 过 对 ResUnet 模 型 的 改 进, 引 入

Inception 模块和注意力机制,来强化网络的特征提取

和处理能力,从而进一步提升超声图像分割的精度。

1　 模型与方法

1. 1　 U-Net 模型

U-Net 网络模型如图 1 所示,这一模型的设计

是用来处理具有复杂结构的图像,其核心优势在于

独特的对称结构和跳跃连接机制。 U-Net 由两部分

组成:一部分是下采样路径,负责捕捉图像的上下文

信息;另一部分是上采样路径,用于恢复图像的空间

维度,以实现精确的像素级分割。 跳跃连接在这两

个路径之间传递信息,保证了在图像分割过程中细

节信息的不丢失,大大提高了分割的准确性[13] 。
1. 2　 ResUNet 模型

ResUNet 模型是 U - Net 模型的一个改进版,
ResUNet

 

模型的结构如图 2 所示。 通过在每个卷积

层增加残差连接来增强特征提取能力。 该模型由 3
个关键部分组成:编码器、连接桥以及解码器,其中

每部分都采用了 ResBlock 结构来提取图像特征,如
图 3 所示。 ResBlock 的关键改进在于,在每层中的

第 2 个卷积操作后引入残差连接,这一改进要求残

差连接的输入与卷积层的原始输入分辨率一致。 接

下来借助于批量归一化操作,该模型能够将输入的

每一批次样本转换为标准正态分布,这不仅有效缓

解了训练过程中梯度爆炸或消失的问题,同时也加

速了模型的收敛过程[14] 。
在该模型中,编码器部分由 4 个连续的下采样

层构成,旨在逐步提取特征并对其进行压缩。 随后,
特征通过连接桥上的一个 ResBlock,平滑过渡至解

码阶段。 解码器部分则结合了上采样层、通道连接

层以及 ResBlock,通过上采样层实现特征通道数的

减半,并将尺寸扩展至原尺寸的 2 倍。 紧接着,通道

连接层将相应的下采样特征图进行拼接, 随后

ResBlock 负责进一步的特征提取。 此过程循环 4
次,最终完成图像分割。
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图 3　 Resblock 结构

Fig.
 

3　 Resblock
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1. 3　 本文方法

1. 3. 1　 Inception 网络

Inception 网络的基本构设是在同一层级内采用

多个尺度的卷积核并行处理,以便于综合捕获图像

在各个尺度上的详细信息,从而能够有效地提取图

像特 征。 Inception 网 络 的 一 个 关 键 特 性 是 其

“Inception 模块” [15] ,该模块内部包含多个不同尺寸

的卷积核(如 1×1,3×3,5×5),以及最大池化操作,
这些操作并行执行后的输出特征图会被拼接在一

起。 这样的设计使得网络能够同时捕获到局部和全

局的信息,增强了模型的泛化能力。 这种设计允许

网络在增加深度和宽度的同时,保持参数数量的合

理性,有效避免了过拟合问题。 Inception 网络的计

算原理如图 4 所示。

输入 输出

1?1

3?3

5?5

图 4　 Inception 模块

Fig.
 

4　 Inception
 

module

1. 3. 2　 注意力机制

注意力机制最早由 Bahdanau 等[16] 在 2014 年

提出,是一种增强神经网络模型在处理信息时的效

率和准确性的技术。 其核心思想是模拟人类的注意

力聚焦特性,允许模型在处理大量数据时能自动识

别并聚焦于最关键的信息[17] 。 通过计算数据各部

分在特定任务中的重要性,注意力机制能够动态地

调整对这些部分的处理权重,从而优化模型的整体

表现。 注意力机制主要有以下 4 种类型:
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1)软注意力( Soft
 

Attention):在序列模型中广

泛应用,通过可训练函数动态分配权重,这些权重反

映了输入序列中每个部分对输出的重要性。 该机制

允许模型软性选择关注的内容,适用于需要全局信

息整合的任务,如机器翻译。
2)硬注意力(Hard

 

Attention):通过离散的方式

选择关注输入数据的特定部分,常见于图像识别任

务中。 该机制通常涉及随机选择或启发式方法,优
化时可能需借助强化学习等技术。

3)自注意力( Self-Attention):使输入序列的各

部分可以相互关联,通过计算所有元素对之间的依

赖关系来调整关注点。 该机制通常涉及到输入特征

的查询(Query)、键(Key)和值(Value)的转换,并通

过不同的卷积层实现。
4)多头注意力( Multi-head

 

Attention):在自注

意力的基础上,通过并行地运用多个注意力“头”捕

获输入的多种特征和依赖关系,提高了模型对数据

的理解深度,增强了处理复杂数据结构的能力。
1. 3. 3　 LeakyReLU 激活函数

ReLU 激活函数在负数区间的导数为 0,导致负

数区间的神经元梯度也为 0,进而无法在反向传播

过程中更新参数,这限制了网络的学习能力[18] 。 为

了克服这一缺陷,可以使用 LeakyReLU 激活函数替

代 ReLU[19] 。 LeakyReLU 对负输入值也能进行基于

梯度的学习及反向传播,通过为负数输入提供一个

小的、非零的梯度,保证了信息的流动。 LeakyReLU
激活函数如下式:

LeakyReLU(x) =
x,x > 0
αx,x ≤ 0{ (1)

式中: α 表示一个很小的常数,通常取值为 0. 01

左右。
因此,将 ResUNet 网络中每个 ResBlock 的激活

函数从 ReLU 改为 LeakyReLU,可以利用负值信息

弥补丢失的细节,增强网络的学习和表示能力。
1. 4　 改进的 ResUNet 模型

传统的 U-Net 算法因其简单的编解码器结构

而缺乏特征提取能力,难以捕捉复杂的图像细节。
传统的 ResUNet 算法尽管通过残差连接改善了特征

传递,但在捕捉多尺度信息和全局依赖关系上仍有

局限,从而影响分割精度和模型泛化能力。 本文在

传统 ResUNet 模型的基础上引入 Inception 模块、注
意力机制模块和 LeakyReLU 函数,以提高左心室图

像分割的效果。 其中注意力机制模块采用了自注意

力机制( Self -Attention),通过卷积生成查询、键和

值,计算注意力权重,并将这些权重应用于值上;
Inception 模块并行执行不同大小(1×1、3×3、5×5)的

卷积和一个平均池化操作,以在不同尺度上捕获信

息。 模型编码器部分的 Resblock 结构如图 5(a)所

示,从处理图像的输入层开始,经过卷积、批归一化

和 LeakyReLU 激活,利用跳跃连接保留空间细节,
再通过残差卷积层下采样,有效捕获不同分辨率的

特征,Inception 块在此基础上通过并行的不同大小

卷积和平均池化,增强模型在不同尺度上的信息捕

获能力。 解码器部分的 Resblock 结构如图 5( b)所

示,通过上采样层和残差卷积层逐步增加特征图的

空间维度,同时通过注意力机制块细化特征图,集中

模型能力于图像的关键区域,提高分割精度,最终通

过 Sigmoid 激活进行二分类。 本文的网络模型各层参

数见表 1。

表 1　 本文网络各层参数设置

Table
 

1　 Parameter
 

settings
 

for
 

each
 

layer
 

of
 

the
 

proposed
 

network

输入 输入尺寸 卷积核大小 步长 输出尺寸

ResBlock(1) 256×256×3 3×3,3×3,3×3 1,1,1 256×256×64
ResBlock(2) 256×256×64 3×3,3×3,3×3 1,1,2 128×128×128
ResBlock(3) 128×128×128 3×3,3×3,3×3 1,1,2 64×64×256
ResBlock(4) 64×64×256 3×3,3×3,3×3 1,1,2 32×32×512
ResBlock(5) 32×32×512 3×3,3×3,3×3 1,1,2 16×16×1

 

024
上采样层 16×16×1

 

024 2×2 2 32×32×1
 

024
ResBlock(6) 32×32×1

 

024 3×3,3×3,3×3 1,1,1 32×32×512
上采样层 32×32×512 2×2 2 64×64×512

ResBlock(7) 64×64×512 3×3,3×3,3×3 1,1,1 64×64×256
上采样层 64×64×256 2×2 2 128×128×256

ResBlock(8) 128×128×256 3×3,3×3,3×3 1,1,1 128×128×128
上采样层 128×128×128 2×2 2 256×256×128

ResBlock(9) 256×256×128 3×3,3×3,3×3 1,1,1 256×256×64
输出 256×256×64 1×1 1 256×256×1
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批归一化

LeakyReLU函数

3?3卷积

批归一化

LeakyReLU函数

3?3卷积

Inception模块

注意力机制

3?3卷积

LeakyReLU函数

批归一化

3?3卷积

LeakyReLU函数

批归一化

连接层

上采样

(a)
 

编码器
 

　 　 　 　 　 　 　 　 　 　 (b)
 

解码器

图 5　 编码器和解码器 Resblock 结构

Fig.
 

5　 Encoder
 

and
 

Decoder
 

Resblock
 

structure

2　 实验

2. 1　 实验数据集

本文所采集的超声心动图数据资料均来源于上

海儿童医院。 为严格遵守患者隐私保护的原则,所
有相关数据已经过脱敏程序处理,确保在整个研究

过程中不涉及任何个人识别信息。 这批超声心动图

视频详细记录了心脏的多个搏动周期,精心挑选了

展示心室舒张与收缩的关键图像。 资料涵盖自 10
位不同患者的视频中选取的 500 张图片。 本文选取

了 400 张图像作为训练集,余下的 100 张图像被划

分为测试集。 本文选择 LabelMe 软件对数据集中的

分割区域进行了标注。
2. 2　 实验环境

本实验在 Ubuntu 操作系统环境下进行,选用

Python 作为编程语言,并依托于 TensorFlow 框架来

构建所需的模型。 实验所使用的 GPU 型号为

NVIDIA
 

GeForce
 

GTX
 

2080Ti
 

16
 

GB
 

显存 GPU,
CUDA 版本为 11. 3。
2. 3　 图像预处理

超声图像往往由于机器、探头和患者本身的特

性而存在对比度不足,以及可能含有斑点噪声。 这

使得图像中的重要特征,如心脏结构的边缘和组织

的纹理,不够清晰,从而影响诊断和分析的准确性。
为改善图像质量,本文采用 CLAHE(对比度限制

自适应直方图均衡化) [20] 方法进行预处理。 CLAHE

通过将图像分成小块,各自进行直方图均衡化,增强

局部细节,同时限制对比度以防止过度增强,从而有

效抑制噪声。 处理后,CLAHE 进行双线性插值,使各

块之间平滑过渡,保留图像边缘和结构特征[21] 。
CLAHE 的算法过程如下:1)将图像分为许多小

块;2)对每个小块计算直方图,并进行对比度限制;
3)对每个小块应用直方图均衡化;4)使用双线性插

值方法在小块之间平滑边界。
每个小块的均衡化可以通过下式来近似表达:

s = T( r) = (L - 1)∫
r

0

pr(w)dw (2)

　 　 其中, r 是小块中的原始像素值;s 是新的像素

值;L 是图像可能的亮度级别的数量;pr(w) 是该小

块中像素值的归一化累积分布函数。
通过 CLAHE 预处理的实验如图 6 所示。
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500
0 100 200 300 400 500

Original

(a)
 

原图

0 100 200 300 400 500

0

100

200

300

400

500

CLAHEEnhanced

 

(b)
 

处理后图像
图 6　 原图(a)和通过 CLAHE 预处理的图像(b)

Fig.
 

6　 Original
 

image
 

(a)
 

and
 

image
 

(b)
 

preprocessed
 

by
 

CLAHE

2. 4　 损失函数

交叉熵损失函数( Cross-Entropy
 

Loss) [22] 是最

66 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　
 

　
 

　 　
 

　
 

　 　 　 　 　 第 16 卷　



常用的图像分类以及分割损失函数,而 Dice
 

Loss[23]

可以提升模型在重叠区域的分割精度。 将 Dice 损

失与交叉熵损失结合[24] ,可以同时优化模型对重叠

区域的识别和像素级分类的准确性。 特别是在处理

医学图像分割任务时,这种组合通常可以提供比单

一损失函数更好的结果。
交叉熵损失函数如下式:

　 Cross - Entropy
 

Loss = - ∑
N

i = 1
[yi log( ŷi) + (1 -

yi)log(1 -ŷi)] (3)
　 　 Dice

 

Loss 如下式:

Diss
 

Loss = 1 -
2 × ∑

N

i = 1
yi ŷi

∑
N

i = 1
yi + ∑

N

i = 1
ŷi

(4)

　 　 其中 yi 表示第 i 个样本的真实标签;ŷi 表示第 i
个样本的预测结果;N 是样本的总数。

两者结合后的损失函数如下式:
Combined

 

Loss = α × Dice
 

Loss + β × Cross -
Entropy

 

Loss
 

(5)
α 和 β 是两个非负的权重系数,用于调节两种

损失函数在总损失中的比重,为了综合交叉熵损失

和 Dice 损失在训练过程中的影响,本文将这两个损

失函数的权重 α 和 β 设定为 1。
2. 5　 评价指标

为验证本文算法对左心室图像分割的效果,本文

主要通过 Dice 系数与准确率(Accuracy,
 

Acc)两个指

标对分割精度进行评价。 Dice 系数是衡量分割结果

和真实值的相似度如公式(6),而准确率(Acc)则指

在所有预测中预测正确的比例如公式(7):

Dice = 2TP
2TP + FP + FN

(6)

Acc = TP + TN
TP + FN + FP + FN

(7)

　 　 其中,TP 代表正确预测为正类的样本数量;TN
指正确预测为负类的样本数量;FP 表示错误地预测

为正类的负样本数量;而 FN 则是错误地预测为负

类的正样本数量。
2. 6　 实验过程

本文实验除了使用改进的 ResUNet 算法外,还
使用传统的 U-net 和 ResUNet 算法在所采集到的数

据集上进行实验,进行分割效果的比较,验证算法的

分割效果。
在实验初步阶段使用 CLAHE 方法对数据集图

像进行预处理,以增强图像质量。 在网络训练中本

文采用了 Adam 优化算法。 整个训练过程轮次设定

为 100;每批次输入的样本数设置为 4;初始学习率

设置为 0. 000
 

1。 使用 Dice 和 Acc 作为分割结果的

评价指标。
2. 7　 结果与分析

如图 7 所示,从左到右依次为左心室超声图像、
左心室分割区域手动标注图、U -Net 分割结果图、
ResUNet 分割结果图、本文改进后的 ResUNet 分割

结果图。 从所获得的分割结果图像来看,本文改进

后的 ResUNet 模型相较于传统 U-net 和 ResUNet 对
于左心室的边缘细节分割效果更好。

　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 (a)
 

原图　
 

　 (b)
 

标注图
 

　 (c)
 

U-net
  

　
 

(d)
 

ResUNet　 (e)
 

本文算法

图 7　 实验分割结果

Fig.
 

7　 Experimental
 

segmentation
 

results

　 　 本文将采用改进后的 ResUNet 方法与传统

U-Net、ResUNet 方法在 100 张测试集图像上进行了

分割结果对比,见表 2。

　 　 对比结果表明,本文算法的 Dice 系数为 92. 38%、
准确率为 98. 73%,与传统 U-net 和 ResUNet 算法结

果相比, 在 Dice 系数上分别提高了 5. 03% 和
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1. 71%,在准确率上分别提高了 1. 37%和 0. 91%。
表 2　 不同分割方法结果比较

Table
 

2　 Comparison
 

of
 

results
 

from
 

different
 

segmentation
 

methods
%

方法 Dice 系数 Acc

U-Net 87. 35 97. 36
ResUNet 90. 67 97. 82
本文算法 92. 38 98. 73

3　 结束语

本文针对左心室超声心动图像自动分割存在的

细节丢失、边界模糊等问题,提出了一种改进的

ResUNet 模型,通过引入 Inception 模块、注意力机制

以及 LeakyReLU 激活函数来增强网络的特征提取

和处理能力。 通过在上海市儿童医院收集的数据集

上进行实验验证,相比于传统的 U-Net 和 ResUNet
模型,本文提出的模型在 Dice 系数上分别提高了

5. 03%和 1. 71%,在准确率上分别提高了 1. 37%和

0. 91%。 本文的结果展示了深度学习在处理复杂医

学图像任务中的潜力。
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